
RESUMEN
Las infecciones asociadas a la atención en salud (IAAS) son condiciones clínicas adversas con elevada incidencia que incrementan la 
morbimortalidad en unidades de cuidados intensivos pediátricos (UCIP), con tasas del 30% en países en desarrollo. La inteligencia artificial 
(IA) emerge como herramienta predictiva para optimizar intervenciones tempranas. Objetivo: Desarrollar y validar una máquina de 
aprendizaje automático (MAA), basada en una red neural con pesos aleatorios (NNRW), para la predicción de IAAS en pacientes de UCIP. 
Métodos: Enfoque cuantitativo, cuasi experimental, con enmascaramiento, no aleatorizado, prospectivo, analítico, de prueba diagnóstica. 
Se entrenó y ajustó la NNRW con datos retrospectivos (192 pacientes, 2020-2023) y se validó prospectivamente, considerando 31 pacientes 
pediátricos (1 mes-15 años) que fueron admitidos en UCIP entre enero-junio 2024, quienes cumplieron los criterios de inclusión. 
Resultados: Ninguna de las variables se relacionó de manera independiente con el desarrollo de IAAS, pero su combinación a través de la 
MAA permitió predecir IAAS satisfactoriamente. La MAA y los especialistas médicos generaron sensibilidades y especificidades de 
[(86,7% y 87,1%)] y de [(66,7% y 50%)], respectivamente.  Además, para la MAA el área bajo la curva fue de 0,871 (IC95% 0,732 – 1,0) 
(excelente) y el Kappa de Cohen fue de 0,742 (concordancia considerable, error estándar = 0,121). Conclusión: Se generó una MAA que 
logró su propósito con alto grado de confianza y un error aceptable superando el juicio clínico tradicional. Este modelo innovador podría 
optimizar la toma de decisiones en UCIP vinculadas con la detección de IAAS en pacientes pediátricos críticos. 
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PREDICTION OF HEALTH CARE-ASSOCIATED INFECTIONS IN CRITICAL PEDIATRIC PATIENTS, 
USING AN ARTIFICIAL NEURAL NETWORK WITH RANDOM WEIGHTS

ABSTRACT
Introduction: Healthcare-associated infections (HAIs) are adverse clinical conditions with a high incidence that increase morbidity and 
mortality in pediatric intensive care units (PICUs), with rates of 30% in developing countries. Artificial intelligence (AI) emerges as a 
predictive tool to optimize early interventions. Objective: To develop and validate a machine learning (ML) model based on a random 
weighted neural network (RWNN) for predicting HAIs in PICU patients. Methods: Quantitative, quasi-experimental, masked, non-
randomized, prospective, analytical, diagnostic test approach. The RNNW was trained and adjusted with retrospective data (192 patients, 
2020-2023) and validated prospectively, considering 31 pediatric patients (1 month-15 years) who were admitted to the PICU between 
January and June 2024 and who met the inclusion criteria. Results: None of the variables were independently associated with the 
development of IAAS, but their combination through the MAA allowed IAAS to be predicted satisfactorily. The MAA and medical 
specialists generated sensitivities and specificities of [(86.7% and 87.1%)] and [(66.7% and 50%)], respectively.  In addition, for the AOM, 
the area under the curve was 0.871 (95% CI 0.732–1.0) (excellent) and Cohen's Kappa was 0.742 (considerable agreement, standard error 
= 0.121).  Conclusion: An MAA was generated that achieved its purpose with a high degree of confidence and an acceptable error rate, 
surpassing traditional clinical judgment. This innovative model could optimize decision-making in PICUs related to the detection of AIAS 
in critically ill pediatric patients. 
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INTRODUCCIÓN 

Se define como Infección Asociada a la Atención de 
Salud (IAAS) a aquella condición resultante de una reacción 
adversa ante un agente infeccioso o a su toxina(s), que ocu-
rre en un paciente en un escenario de atención de salud (hos-
pitalización o atención ambulatoria) y que no estaba presen-
te en el momento de la admisión, a menos que la infección 
esté relacionada a una admisión previa (1). Esta definición 
reemplazó o abarcó a otras utilizadas como infección noso-
comial, infección intrahospitalaria o infecciones asociadas 
al cuidado de la salud (1,2). Las IAAS constituyen uno de 
los eventos adversos más frecuentes en el entorno hospitala-
rio, representando un problema de salud pública a nivel 
mundial (2,3). 

Según la Organización Mundial de la Salud (OMS), por 
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cada 100 pacientes ingresados en hospitales de agudos, 7 ad-
quirirán al menos una IAAS durante su estadía en países de 
ingresos altos, y 15 en los países de ingresos bajos y medios 
(1,4). En las unidades de cuidados intensivos (UCI), estas ci-
fras son mayores, superando el 30% de los pacientes, con una 
incidencia de 2 a 20 veces mayor en países de bajos o media-
nos ingresos (4,5). 

La resistencia a los antimicrobianos agrava la situación, 
con predicciones de 1,27 millones de defunciones anuales 
atribuibles a infecciones por microrganismos multirre-sisten-
tes (6). Murray et al. identificaron que las IAAS en UCI pe-
diátricas (UCIP) aumentaron durante la pandemia COVID-
19, enfatizando la necesidad urgente de sistemas predictivos 
robustos (7).  

Cerca del 25% de todos los casos de sepsis tratados en los 
hospitales se deben a IAAS y aproximadamente el 50% de los 
casos de sepsis con disfunción orgánica tratados en UCI son 
de origen nosocomial, con una mortalidad superior al 50% 
(8,9). Las UCIP, se consideran entornos desafiantes debido a 
la variabilidad asociada a la edad de las constantes vitales, el 
estado de salud de los pacientes y un riesgo de mortalidad es-
timado entre el 2-6% (10,11).  

Los tipos más comunes de IAAS en UCIP incluyen: neu-
monía asociada a ventilación mecánica (NAV), infección del 
tracto urinario asociada a catéter (ITUAC), infección del to-
rrente sanguíneo asociada a catéter venoso central (ITS-
ACVC) e infecciones del sitio quirúrgico (12,13). La mayoría 
de ella son ocasionadas por microrganismos del grupo 
"ESKAPE" (Enterococcus faecium, Staphylococcus aureus, 
Klebsiella pneumoniae, Acinetobacter baumannii, Pseudo-
monas aeruginosa y Enterobacter spp) (14,15).  

Langford et al. reportaron incremento del 42% en infec-
ciones por Klebsiella pneumoniae productora de carbapene-
masas en UCIP durante 2019-2022 asociado con mortalidad 
del 38% (16). La mortalidad entre pacientes con IAAS causa-
das por estos microorganismos multirresistentes es dos a tres 
veces mayor que entre los infectados por microorganismos 
sensibles (17,18). 

En Venezuela, el Consorcio Internacional para el Control 
de Infecciones Nosocomiales (INICC) realizó un estudio de 
vigilancia de IAAS en UCI para adultos en Caracas, en-
contrando tasas preocupantes: 5,1 ITSACVC por 1.000 días 
de vía central, 7,2 NAV por 1.000 días de ventilación mecáni-
ca y 3,9 ITUAC por 1.000 días de sonda vesical, con estan-
cias hospitalarias extras de 5,7 a 9,6 días y mortalidad bruta 
adicional del 3,0% para ITSACVC, 4,4% para NAV y 16,9% 
para ITUAC (19).  

Ante este escenario, surge la oportunidad de aplicar tec-
nologías como la Inteligencia Artificial (IA) y el aprendizaje 
automático (ML) para desarrollar herramientas predictivas 
que mejoren la detección temprana de IAAS. Rajpurkar y 
col., demostraron que los modelos de deep learning pueden 
superar el rendimiento de los clínicos en múltiples tareas 
diagnósticas, estableciendo un nuevo paradigma en la toma 
de decisiones clínicas (20). Topol señala que la medicina del 
futuro será profundamente digital, con algoritmos de IA inte-
grados en el flujo de trabajo clínico diario (21). Las redes neu-
ronales con pesos aleatorios (NNRW) representan una varian-

te interesante dentro del campo del aprendizaje automático. A 
diferencia de las redes neuronales convencionales, donde to-
dos los pesos se ajustan durante el entrenamiento, en las 
NNRW los pesos de la capa oculta se inicializan aleatoria-
mente y permanecen fijos; mientras que, solo los pesos de la 
capa de salida se optimizan (22). Esto permite un entrena-
miento más rápido, manteniendo una capacidad predictiva ro-
busta (22). 

Estudios recientes han demostrado la utilidad de los mo-
delos de aprendizaje automático para predecir sepsis en pa-
cientes pediátricos de UCIP (23,24). Sin embargo, hasta la fe-
cha, no se han reportado investigaciones que utilicen especí-
ficamente NNRW para la predicción de IAAS en esta pobla-
ción (25-30). 

El objetivo principal de este estudio fue desarrollar y va-
lidar una máquina de aprendizaje automático basada en una 
NNRW para la predicción de IAAS en pacientes pediátricos 
admitidos en la UCIP del Instituto Autónomo Hospital Uni-
versitario de Los Andes (IAHULA), Mérida, Venezuela.  

MÉTODOS 

Se realizó un estudio cuantitativo, cuasi experimental, 
con enmascaramiento, no aleatorizado, prospectivo y analíti-
co, orientado a desarrollar y validar la NNRW (31). El ámbito 
de estudio fue la UCIP del IAHULA. El periodo de estudio 
comprendió un lapso retrospectivo (48 meses de los años 
2020-2023) y uno prospectivo (enero a junio de 2024).  

La población estuvo constituida por pacientes ingresados 
en la UCIP del IAHULA durante el periodo de estudio, con 
edades entre 1 mes y 15 años que cumplieron con los criterios 
de inclusión. Se excluyeron pacientes con infecciones al mo-
mento del ingreso, estancia prevista menor a 48 horas, y pa-
cientes trasladados desde otras instituciones con estancia hos-
pitalaria previa mayor a 48 horas.  

El muestreo fue no probabilístico por conveniencia, in-
cluyendo todos los pacientes consecutivos que cumplieran los 
criterios durante el período de estudio. La muestra se dividió 
en dos grupos: pacientes que desarrollaron IAAS durante su 
estancia en UCIP (casos) y pacientes que no desarrollaron 
IAAS (controles). Se incluyeron 192 pacientes en la fase re-
trospectiva para entrenar y validar el modelo inteligente; los 
datos retrospectivos de 39 pacientes, se tomaron en cuenta 
para la realizar la prueba final del modelo.  

Se recolectaron 33 variables demográficas, clínicas y pa-
raclínicas seleccionadas por parte de especialistas médicos 
(Tabla 1). La variable dependiente fue el desarrollo de IAAS 
durante la estancia en UCIP, diagnosticada según los criterios 
establecidos por el Centro para el Control y Prevención de 
Enfermedades y confirmada por el comité de control de infec-
ciones de la institución (13,14,27).  

Se registraron signos vitales (frecuencia cardíaca, fre-
cuencia respiratoria, presión arterial, temperatura, saturación 
de oxígeno) durante las 72 horas previas a la aparición de sín-
tomas de infección o durante un período equivalente en los 
controles. No hubo cambios en los protocolos de la UCI ni en 
la resistencia bacteriana entre 2020 y 2024 que pudieran in-
fluir en el desempeño de la NNRW. 
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Protocolo: 
1. Se realizó un análisis descriptivo de todas las varia-
bles para identificar distribuciones, valores atípicos y 
datos faltantes (31,32). Luego, se efectuó la normaliza-
ción de variables numéricas, codificación de variables 
categóricas, imputación de datos faltantes mediante téc-
nicas estadísticas apropiadas (32). 
2. Usando el software especializado MATLAB 
R2023b, se diseñó una arquitectura de NNRW con tres 
capas (entrada, oculta y salida). Los pesos entre la capa 
de entrada y la capa oculta se inicializaron aleatoriamen-
te siguiendo una distribución normal con media 0 y des-
viación estándar 1 (25,33), permaneciendo fijos durante 
el entrenamiento. Los pesos entre la capa oculta y la capa 
de salida se calcularon mediante el algoritmo de míni-
mos cuadrados (34,35). Para ello, se desarrolló un proce-
so que optimiza el número de neuronas de la capa oculta 
(L) eligiéndolo de un rango arbitrario de valores que se 
hizo coincidir con el comprendido entre 1 y 50 neuronas, 
con un tamaño de paso de una unidad (22). 
3. Se consideró el conjunto de datos retrospectivos de 
192 pacientes divididos en 80% (n=153) para la fase de 
entrenamiento y 20% (n=39) para la validación del mo-
delo entrenado en el contexto de los datos prospectivos. 
El número de pacientes de validación supera el número 
de variables, lo cual proporciona la potencia estadística 
necesaria para validar, entonar y ajustar el modelo basa-
do en las 32 variables independientes descritas en la Ta-
bla 1. Para abordar el desequilibrio de clases se aplicó la 
técnica reportada por Aguiar y col (36). Se realizó vali-
dación cruzada de 5 pliegues para evaluar la estabilidad 
del modelo (22). Una vez entrenada la NNRW, se desa-
rrolló la prueba prospectiva considerando los 31 pacien-
tes seleccionados en 2024. La intencionalidad de la 
muestra de esta prueba prospectiva fue reportar el de-
sempeño real del modelo entrenado sin que se permita su 
ajuste. Finalmente, se compararon las predicciones de la 
MAA con los diagnósticos emitidos por el consenso de 
tres intensivistas pediátricos.  
4. Durante la prueba prospectiva para evaluar el de-
sempeño diagnóstico de la red neural artificial entrenada, 
se calcularon las siguientes métricas estándar: sensibili-
dad, especificidad, valor predictivo positivo (VPP), valor 
predictivo negativo (VPN), área bajo la curva ROC 
(AUC-ROC) y estadístico Kappa de Cohen (36-40). 

Aspectos éticos
El estudio fue aprobado por el Comité de Ética del 

IAHULA y se realizó siguiendo los principios de la Declara-
ción de Helsinki, versión 2024 Se obtuvo consentimiento in-
formado de los representantes legales de todos los pacientes 
incluidos. La información se manejó con estricta confidencia-
lidad, utilizando códigos alfanuméricos para identificar a los 
participantes. 

Análisis estadístico
Se utilizó estadística descriptiva: medidas de tendencia 

central y dispersión para variables cuantitativas y frecuencias 

absolutas y relativas para variables cualitativas. Se aplicó la 
prueba t de Student o U de Mann-Whitney para comparar va-
riables cuantitativas entre grupos, según correspondiera tras 
valorar la normalidad mediante el test de Shapiro-Wilk. Para 
variables cualitativas se utilizó chi cuadrado o test exacto de 
Fisher. Se calcularon intervalos de confianza del 95% para las 
principales métricas de rendimiento del modelo. Se consideró 
estadísticamente significativo un valor p<0,05. Se utilizó el 
software SPSS Versión 28 (35). 

RESULTADOS 

Durante el estudio prospectivo, se evaluaron 31 pacientes 
que cumplieron con los criterios de inclusión, de los cuales 15 
desarrollaron IAAS durante su estancia en UCI (casos) y 16 
no presentaron infección (controles). Considerando los 31 pa-
cientes, se obtuvo una edad promedio de 8,4 ± 4,5 años con 
un 25% representado por menores de dos años, predominó el 
sexo masculino (54,8%), la mayoría procedían fuera del área 
metropolitana (74,2%) y se identificaron como pacientes per-
tenecientes a estratos de pobreza extrema al 29%. El 38,7% 
padecía enfermedades crónicas siendo las más frecuentes las 
encefalopatías, 16,1% desnutrición y neumopatías el 6,5%. El 
67,7% de los pacientes fue referido desde otros centros asis-
tenciales.  

Antes de la internación en UCIP la mayoría de los pa-
cientes estuvieron hospitalizados en la sala de cuidados espe-
ciales del servicio de emergencia pediátrica. Tanto en dicha 
sala como en las otras donde ellos estuvieron hospitalizados 
se les colocaron dispositivos invasivos, recibieron tratamien-
tos antiinfecciosos e inmunomoduladores y medidas de so-
porte vital según se muestra en la Tabla 1.   

Por otra parte, en cuanto a los factores de riesgo para de-
sarrollo de IAAS, se encontró mayor frecuencia el uso de dis-
positivos invasivos en el grupo de casos: ventilación mecáni-
ca (76,7% vs 53,3%, p=0,058), catéter venoso central (93,3% 
vs 70,0%, p=0,020) y sonda urinaria (86,7% vs 63,3%, 
p=0,037). La estancia en UCI fue significativamente mayor 
en el grupo de casos (14,8 ± 7,2 días vs 7,3 ± 3,5 días, 
p<0,001). 

Los tipos de IAAS más frecuentes fueron: neumonía aso-
ciada a ventilación mecánica (40,0%), infección del torrente 
sanguíneo asociada a catéter venoso central (33,3%) e infec-
ción urinaria asociada a catéter (26,7%). Los microorganis-
mos aislados con mayor frecuencia fueron Klebsiella pneu-
moniae (23,3%), Pseudomonas aeruginosa (20,0%), Acineto-
bacter baumannii (16,7%) y Staphylococcus aureus (13,3%). 

Rendimiento de la NNRW 
El análisis univariante mostró que ninguna variable indi-

vidual tuvo capacidad discriminatoria suficiente para predecir 
de manera fiable el desarrollo de IAAS (todas con AUC-ROC 
<0,70). Sin embargo, la combinación de variables mediante 
la NNRW logró un rendimiento diagnóstico satisfactorio. 

La arquitectura final del modelo NNRW incluyó una 
capa de entrada con 32 neuronas (correspondientes a las va-
riables independientes), una capa oculta con 16 neuronas, y 
una capa de salida con dos neuronas que identifican si un pa-
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Tabla 1 Identificación de las variables consideradas para el desarrollo de la investigación

Variable Abreviatura en 
la base de datos

Método de codificación y 
sus opciones para la NNRW

Uso de ventilación mecánica antes 
del ingreso a UCIP VMANTES Nominal dicotómica (Si/No � 1/2)

Puntuación en escala pSOFA
al momento de ingresar a UCIP PSOFAUCI Discreta (0-15)

Disfunción orgánica identificada
al momento del ingreso a UCIP DISFUNCION Nominal politómica1

Tipo de paciente TIPOPACIENTEUCI Nominal dicotómica
(médico /quirúrgico �1/2)

Antibiótico indicado en la admisión a UCIP ATBENADMISION Nominal politómica2

Presencia de comorbilidades COMORBILIDAD Nominal dicotómica (Si/No � 1/2)

Ubicación hospitalaria antes 
de la admisión en UCIP UBICACIONANTES Nominal politómica3

Tipo de cirugía antes de ingresar a UCIP TIPOCIRUGIA Nominal politómica4

Edad del paciente en meses EDADMESES Discreta (0-180)

Sexo SEXO Nominal dicotómica
(Masculino/Femenino � 1/2)

Lugar de procedencia PROCEDENCIA Nominal dicotómica (Área metropolitana/
Área no metropolitana � 1/2)

Paciente en condición de pobreza POBREZA Nominal politómica5

Tipo de comorbilidad TIPOCOMORB Nominal politómica6

Referido REFERIDO Nominal dicotómica (Si/No � 1/2)

Tiempo de permanencia en el hospital antes 
de ingreso UCIP TIEMPOANTES Nominal politómica7

Catéter venoso central antes 
del ingreso a UCIP CVCANTES Nominal dicotómica (Si/No � 1/2)

Nutrición parenteral total NPT Nominal dicotómica (Si/No � 1/2)

Días de ventilación antes de 
ingresar en UCIP DVANTES Nominal dicotómica (Si/No � 1/2)

Quimioterapia antes de ingresar a UCIP QUIMIOTERPIANTES Nominal dicotómica (Si/No � 1/2)

Cefalosporina antes de ingresar a UCIP CEFALOSPANTES Nominal dicotómica (Si/No � 1/2)

Carbapenémicos antes de ingresar a UCIP CARBAPENEMANTES Nominal dicotómica (Si/No � 1/2)

Otros antibióticos distintos a la 
cefalosporina antes de ingresar a UCIP OTROSATBANTES Nominal politómica8

Esteroides antes de ingresar a UCIP ESTEROIDESANTES Nominal dicotómica (Si/No � 1/2)

Fármacos inmunomoduladores 
antes de ingresar a UCIP INMUNOMODANTES Nominal dicotómica (Si/No � 1/2)

Transfusiones sanguíneas 
antes de ingresar a UCIP HEMODERIVADOSANTES Nominal dicotómica (Si/No � 1/2)

Reanimación cardiopulmonar 
antes de ingresar a UCIP RCPANTES Nominal dicotómica (Si/No � 1/2)
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ciente se contaminó o no con IAAS. Como función de activa-
ción para todas las capas se utilizó la sigmoide (22). Los pe-
sos entre la capa de entrada y oculta se inicializaron aleatoria-
mente y permanecieron fijos durante el entrenamiento. 

• Resultados generados en la fase de prueba prospectiva: 
• Sensibilidad: 86,7% (IC95%: 75,2% - 98,2%) 
• Especificidad: 87,1% (IC95%: 76,0% - 99,0%) 
• VPP: 86,7% (IC95%: 75,2% - 98,2%) 
• VPN: 87,1% (IC95%: 76,0% - 99,0%) 
• Exactitud global: 87,1% (IC95%: 78,8% - 95,4%) 
• AUC.ROC: 0,871 (IC95%: 0,732 - 1,0) 

Estadístico Kappa de Cohen: 0,742 (error estándar = 
0,121), indicando concordancia considerable. 

La Tabla 3 muestra los valores de precisión y tiempo de 
cómputo asociados con los procesos de entrenamiento, vali-
dación y prueba de ML. La máquina elegida para la fase de 
prueba prospectiva fue la que tuvo mejor desempeño en cuan-
to a precisión en las fases de entrenamiento y validación. Es-
tos resultados muestran que el tiempo promedio para obtener 
una predicción, durante la prueba prospectiva, fue inferior a 
0,36 segundos, lo que demuestra la aplicabilidad práctica del 
modelo en entornos clínicos. 

En la figura 1 se grafica el proceso de optimización para 
identificar el número óptimo de neuronas de la capa oculta de 
la NNRW creada para predecir la contaminación o no de un 
paciente luego de su permanencia en la UCIP. Su análisis in-
dica que: a) El nivel de confianza en el conjunto de prueba 
aumenta más lentamente que en los conjuntos de entrena-
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Tabla 1 ... CONTINUACIÓN

Variable Abreviatura en 
la base de datos

Método de codificación y 
sus opciones para la NNRW

Procedimientos invasivos 
antes de ingresar a UCIP INVASIVOPROCEDANTES Nominal dicotómica (Si/No � 1/2)

Tipo de invasiones (catéteres 
venosos centrales, catéteres de 
derivación ventrículo peritoneal)

TIPOINVASIVOANTES Nominal politómica9

Tipo de admisión en UCIP TIPOADMISIONUCI Nominal dicotómica
(Urgente/ No Urgente � 1/2)

Sistema orgánico afectado SISTEMA Nominal politómica10

Etiología de la enfermedad ETIOLOGIA Nominal politómica11

Presencia de shock SHOCK Nominal dicotómica (Si/No � 1/2)

Desarrollo de infecciones 
asociadas a la atención en salud IAAS EN UCI Nominal dicotómica (Si/No � 1/2)

1Respiratoria�1, Cardiovascular�2, Sistema nervioso Central (SNC) �3, SN periférico�4, Hepática�5, Renal�6, Hematopoyética�7, 
Gastrointestinal�8, Ninguna solo riesgo�9, Múltiple y síndrome de respuesta inflamatoria sistémica (SRIS)�10.

2Carbapenem y otros�1, Carbapenem mono�2, Cefalosporina mono�3, Combinaciones sin carbapenem�4, Monoterapia otros�5, 
Sin antibióticos�6.

3UCEP�1, Sep-observa�2, Pisos�3, Obstetricia�4, Externo�5.

4Cesarea�1, Exeresis�2, Drenaje�3, Cura quirúrgica�4, Control focco�5, Control hemorragia�6, Desobstrucción�7,
Corrección malformación�8, Biopsia�9, Cuerpo extrañoà10, Ninguna�11.

5Si�1, No�2, No precisado�3.

6Ninguna�1, Cáncer�2, Encefalopatía�3, Cardiopatía�4, Neumopatía�5, Desnutrición�6, Nefropatía�7, Hepatopatía�8,
Gastro enteropatía�9, Hematopoyética�10, Diabetes�11, Otras Endocrinopatías�12.

7Menos de 24h�1, 1 A 2 días�2, 3 A 7 días�3, Mas De 7 días�4.

8Si Monoterapia�1, Si Combinación�2, No�3.

9Ninguno�1, Diálisis�2, Punción para drenar�3, Laparoscopia�4, Drenaje torácico�5, Broncoscopia�6, Endoscopia digestiva�7, 
Toracoscopia�8, Cateterismo�9, Biopsia�10, Cistografía�11.

10Reproductivo�1, SNC�2, Gastrointestinal�3, Hepático�4, Hematopoyético�5, Respiratorio�6, Tegumentario�7.

11Infección comunidad�1, IAAS�2, Neoplasia Solida�3, Linfoproliferativa�4, Traumaà5, Intoxicaciones-Emponzoñamiento�6,  
Autoinmune�7, Gestación�8, Congénitoà9, Aaq No Inf-Congeà10, Cuerpo extraño�11, Idiopática�12.



miento y validación, alcanzando un máximo que supera el 
87% con 16 neuronas. Después de 16 neuronas, el nivel 
de confianza en el conjunto de prueba se mantiene estable. 
b) La NNRW desarrollada alcanza su mejor rendimiento 
con un número óptimo de neuronas, en la capa oculta, 
igual a 16.  

DISCUSIÓN 

Se demostró la viabilidad y eficacia de utilizar una 
NNRW para predecir el desarrollo de IAAS en pacientes 
de UCIP, la cual logró niveles de sensibilidad, especifici-
dad y AUC que indican un excelente rendimiento diag-
nóstico según los criterios de Hosmer-Lemeshow (41). 

Estos resultados son relevantes en el contexto de las 
UCIP, donde las IAAS constituyen un problema con alta 
morbimortalidad, lo que subraya la importancia de desa-
rrollar herramientas de predicción aplicables, especial-
mente en entornos con recursos limitados. 

Los hallazgos del presente estudio son consistentes 
con investigaciones recientes que han explorado el uso de 
algoritmos de ML en la predicción de infecciones en pa-
cientes críticos (28,29). Aunque el modelo desarrollado 
muestra un rendimiento inferior, es importante destacar 
que aborda un espectro más amplio de IAAS y utiliza una 
metodología basada en NNRW, la cual difiere de la em-
pleada en la literatura analizada (42-48). En estos estu-
dios, se utilizó el algoritmo de retropropagación que es 
menos eficiente y no utiliza datos reales sino simulados, 
requiriendo la optimización de 5 parámetros; mientras 
que el modelo desarrollado en este estudio solo optimiza 
el parámetro L. Al mantener fijos los pesos ocultos, la 
NNRW requiere menos recursos computacionales para el 
entrenamiento, facilitando su implementación en entornos 
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Tabla 2 Características de la hospitalización 
antes de la admisión en UCIP

Atención antes de la admisión en UCI N %
Ubicación antes de UCI
Cuidados especiales del SEP* 16 51,6
Sala de observación del SEP* 10 32,3
Sala de emergencia obstétrica 3 9,7
Sala general de hospitalización 2 6,4
Cirugía antes de la admisión 15 48,4
Procedimientos invasivos† 6 19,4
Reanimación cardiopulmonar 3 9,7
Administración de hemoderivados 7 22,6
Administración de inmunomoduladores 2 6,5
Administración de corticoesteroides 11 35,5
Administración de antibióticos
Cefalosporinas monoterapia 2 6,5
Cefalosporinas y carbapenem 6 19,4
Cefalosporina y otros 8 25,8
Otros en monoterapia 5 16,2
Otros en combinación 2 6,4
Ninguno 8 25,8
Quimioterapia 1 3,2
Nutrición parenteral 2 6,4
Catéter venoso central 17 54,8
Ventilación mecánica 21 67,7
Fuente: Datos de la investigación

*Servicio de emergencia pediátrica
†Diálisis peritoneal, drenaje de tórax
‡Rituximab, ciclosporina, inmunoglobulina

Figura 1. Desempeño de la red neural artificial durante el proceso de entonación de parámetros.
Fuente: Datos de la investigación
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(demográficos, clínicos, de laboratorio y tendencias tempora-
les de signos vitales) y detectar patrones complejos que no 
son evidentes en el análisis univariante. Esto concuerda con 
Liporaci y col, quienes señalan que la inclusión de la varia-
ción temporal de signos vitales y datos de laboratorio permite 
identificar cambios sutiles sugestivos de infección (48). 

Existen modelos de predicción de riesgo de mortalidad 
en UCIP que se han desarrollado tradicionalmente (49,50), 

pero no están diseñados para predecir 
IAAS. Estudios recientes han incorporado 
técnicas de IA y ML, pero ninguna de ellas 
utiliza el enfoque desarrollado aquí, el cual 
está basado en NNRW (51-55). El presente 
estudio demuestra que los modelos NNRW 
pueden superar el problema de la eficiencia 
al incorporar variables relevantes para la 
predicción de infecciones al exhibir tiem-
pos de cómputo altamente competitivos. 

Ninguna variable individual mostró 
capacidad predictiva suficiente, lo que re-
fuerza el valor del enfoque basado en ML 
que puede capturar interacciones comple-
jas entre variables. Por ello, se puede afir-
mar que una característica distintiva del 
modelo desarrollado es su capacidad para 
funcionar como sistema de apoyo a la toma 
de decisiones clínicas, pudiendo generar 
alertas tempranas, lo cual es beneficioso 
para profesionales con menor experiencia. 
Además, el cortísimo tiempo promedio de 
procesamiento permite su aplicación en 
tiempo real. 

Las limitaciones del estudio incluyen 
el tamaño muestral relativamente pequeño, 
el diseño unicéntrico que limita la generali-
zación de los resultados y su naturaleza 
cuasi experimental, la cual puede introdu-
cir sesgos al interpretar los resultados. 

Las implicaciones prácticas de este tra-
bajo son sustanciales. La implementación 
de sistemas predictivos basados en ML po-
dría transformar el enfoque preventivo de 
las IAAS, pasando de estrategias reactivas 
a proactivas. Esto es valioso en entornos 
con recursos limitados, donde la carga de 
IAAS es mayor y las consecuencias más 
severas. 

Investigaciones futuras deberían enfo-
carse en la validación externa del modelo 
en múltiples centros, su integración con 
sistemas de historias clínicas electrónicas y 
la evaluación del impacto clínico y econó-
mico de la implementación de estos siste-
mas en la práctica clínica. 

CONCLUSIONES 

Este estudio demuestra que una má-
quina de aprendizaje automático basada en red neural con pe-
sos aleatorios puede predecir eficazmente el desarrollo de 
IASS en pacientes de UCIP. La combinación de múltiples va-
riables proporciona un rendimiento diagnóstico superior al de 
cualquier variable individual. Este es el primer estudio que 
utiliza una arquitectura NNRW para la predicción de IAAS en 
UCIP, representando una contribución original al campo de la 
IA aplicada a la medicina crítica pediátrica. 
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Tabla 3.  Valores de precisión (Nivel de confianza) y tiempo de cómputo 
asociados con los procesos de entrenamiento, validación y prueba

Precisión o Nivel de Confianza (%) Tiempo de Cómputo (s)

L Entrenamiento Validación Prueba Entrenamiento Validación Prueba

1 52,29 50,00 48,39 10,30 0,79 0,36
2 54,25 50,00 48,39 12,17 0,81 0,36
3 54,90 52,63 48,39 12,47 0,81 0,36
4 52,94 52,63 54,84 12,53 0,81 0,36
5 54,90 52,63 54,84 12,09 0,81 0,36
6 54,25 52,63 54,84 13,51 0,81 0,36
7 55,56 55,26 58,06 14,10 0,81 0,36
8 62,09 55,26 58,06 14,37 0,81 0,36
9 63,40 60,53 58,06 14,47 0,81 0,36
10 75,16 73,68 58,06 15,41 0,81 0,36
11 87,58 73,68 67,74 15,80 0,81 0,36
12 91,50 81,58 70,97 16,00 0,81 0,36
13 84,97 68,42 74,19 16,73 0,81 0,36
14 85,62 84,21 80,65 17,09 0,81 0,36
15 81,70 78,95 83,87 17,53 0,81 0,36
16 94,77 92,11 87,10 17,73 0,81 0,33
17 91,50 78,95 87,10 17,99 0,81 0,36
18 91,50 78,95 80,65 18,20 0,81 0,36
19 90,20 76,32 80,65 18,34 0,81 0,36
20 84,97 73,68 87,10 18,60 0,81 0,36
21 83,66 68,42 64,52 18,87 0,79 0,36
22 84,31 71,05 67,74 19,40 0,79 0,36
23 83,01 68,42 70,97 19,78 0,79 0,36
24 80,39 63,16 61,29 20,52 0,79 0,33
25 78,43 60,53 58,06 20,99 0,79 0,36
26 68,63 57,89 58,06 21,15 0,79 0,36
27 65,36 57,89 54,84 21,56 0,79 0,36
28 64,71 55,26 54,84 21,51 0,77 0,36
29 62,09 52,63 58,06 22,67 0,79 0,36
30 61,44 52,63 54,84 22,77 0,79 0,36
31 60,78 52,63 51,61 22,45 0,79 0,34
32 61,44 57,89 51,61 23,78 0,79 0,36

Fuente: Datos de la investigación



El modelo desarrollado tiene aplicabilidad clínica como 
sistema de apoyo a la toma de decisiones y a la detección tem-
prana del riesgo de IAAS. Esta investigación ejemplifica 
cómo la integración de la IA puede abordar desafíos clínicos 
complejos en entornos de recursos limitados, representando 
un paso significativo hacia una medicina crítica pediátrica 
más predictiva, preventiva y personalizada. 
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