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Resumen. Se plantea el estudio de diferentes arquitecturas neurodifusas y geneticodifusas, y 
sus aplicaciones a los sistemas de control.  Se definen y establecen pasos para el diseño de 
controladores neurodifusos y geneticodifusos.  Se presentan simulaciones de los controladores 
definidos y se establece que no puede definirse un método general de diseño de controladores 
neurodifusos o geneticodifusos debido a la infinita cantidad de estructuras que pueden 
conformarse y a la dependencia del área de aplicación.  Se concluye que, en general, 
cualquiera de las topologías empleadas en al área de los sistemas de control son exitosas una 
vez que se ha escogido la topología y se ha ajustado adecuadamente. Finalmente, se expone un 
documento que puede servir de ayuda básica en el tema. 
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INTRODUCCIÓN 

 
Las técnicas de control convencional buscan representar mediante ecuaciones diferenciales y 
algebraicas la relación entre la acción de control y las variables del proceso, obteniendo así un 
modelo matemático basado en principios físicos y/o datos de la planta generados 
experimentalmente.  El desempeño correcto de los controladores obtenidos depende 
principalmente de la validez del modelo matemático y la medición correcta de las variables 
incluidas en el algoritmo de control. 
 
Algunos procesos se caracterizan por tener deficiencias que se presentan en el modelo 
matemático planteado, y en muchas ocasiones la información disponible solamente está en forma 
cualitativa, es decir, en términos lingüísticos de funcionamiento, como por ejemplo, bueno, malo, 
más o menos, etc.  Por otra parte, el avance tecnológico hace que se deseen sistemas que tengan 
capacidad de aprendizaje de las diversas situaciones de funcionamiento u operación, y utilizar 
estas experiencias adquiridas para desempeñarse en forma óptima, en otras palabras, sistemas que 
actúen y decidan por el ser humano. 
 
Ante estos desafíos surge la computación emergente (“Soft computing”) con sus paradigmas 
como las redes neuronales, la lógica difusa y la computación evolutiva, entre otros, como 
estrategias altamente competentes en la solución de problemas relacionados con esta área. 
 
Las redes neuronales, introducidas a principios de los años 60 por Rosenblatt, Widrow, Hoff y 
Hopfield (entre muchos) [1], están siendo aplicadas a una amplia variedad de problemas de 
automatización incluyendo control adaptivo, optimización, diagnóstico médico, toma de 
decisiones, así como también procesamiento de información y señales, y  procesamiento de voz.  
Sin embargo, no son la solución a todos los problemas, sino son una alternativa matemática para 
procesar rápidamente datos e información.  Las redes neuronales artificiales, que están 
emergiendo como herramientas industriales, con sus capacidades de aprendizaje y paralelismo 
masivo ofrecen mejores soluciones, al menos en algunos problemas, y su uso en sistemas de 
control puede ser visto como un paso natural en la evolución de la metodología de control 
moderno.  Todavía no se ha justificado matemáticamente la confiabilidad de la redes neuronales, 
no obstante, la motivación de su uso está en que son una familia apropiada de modelos 
parametrizados. 
 
En 1965  el profesor Lofti Zadeh de la Universidad de California en Berkeley, introduce la teoría 
de conjuntos difusos como una extensión de la teoría de conjuntos de la matemática clásica.  
Luego, con el desarrollo de la teoría difusa, surge la Lógica Difusa que está sustentada en la tesis 
de la capacidad del ser humano en tomar decisiones a partir de información no numérica e 
imprecisa.  Como dicha teoría simula al comportamiento humano, es considerada una de las 
técnicas de inteligencia artificial. 
 
Por otro lado, la Computación Evolutiva es el nombre dado a la colección de algoritmos basados 
en la evolución de una población hacia la solución de ciertos problemas, y su popularidad está 
experimentando un dramático incremento debido al gran potencial que muchas de las aplicaciones 
han mostrado.  Esos algoritmos pueden ser usados exitosamente en muchas aplicaciones que 
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requieren de la optimización de una cierta función multidimensional.  Tres tipos de técnicas 
evolutivas son ampliamente reportadas recientemente: Los Algoritmos Genéticos (AGs), la 
Programación Genética (PG) y los Algoritmos Evolutivos (AEs).  
 
En particular, los Algoritmos Genéticos basados en el principio evolutivo de Darwin “la 
supervivencia del más apto”, arrojan soluciones muchas veces óptimas, debido a que tienen la 
capacidad de explorar y explotar un espacio de operación definido, usando mediciones del 
funcionamiento accesibles o previas.  Estas capacidades de incorporar conocimientos previos han 
extendido el uso de los AG en el desarrollo de un amplio rango de métodos para el diseño de 
sistemas difusos en los últimos años.  Los AGs fueron presentados por Holland [2] en 1970, 
incluyen generalmente tres operaciones fundamentales: selección, cruce y mutación, que son 
usadas para modificar las soluciones escogidas y seleccionar el mejor individuo.  Estos han sido 
usados para optimización de problemas y en el área de automatización, incluyendo lazos de 
control PID y diseños de controladores difusos y neuronales. 
 
Como los algoritmos de computación evolutiva son usados en aplicaciones de optimización, la 
lógica difusa provee una base para representar una incertidumbre y un conocimiento inespecífico, 
y las redes neuronales pueden imitar el mecanismo de proceso de la información biológica en un 
sentido muy limitado, el reto es fusionar estos paradigmas a fin de que los desméritos de unos 
sean compensados con los méritos del otro [3].  Algunas de las técnicas hasta ahora fusionadas 
son: redes neuronales, para diseño de sistemas difusos, llamados sistemas neurodifusos y 
combinan los atributos positivos de ambas técnicas para el desarrollo de sistemas difusos con la 
capacidad de aprender y adaptarse al mundo real; sistemas difusos para el diseño de redes 
neuronales; computación evolutiva para el diseño de sistemas difusos y computación evolutiva en 
el entrenamiento y generación de arquitecturas de redes neuronales 
 
Este trabajo tiene la finalidad de plantear y delimitar la investigación en lo referente a la aplicación 
de técnicas neurodifusas y genéticodifusas en sistemas de control para que luego sirva de base en 
posteriores estudios.  
 
El documento se estructuró de la siguiente forma: en el Capítulo 1 se describe el Marco Teórico 
que es imprescindible para entender los fundamentos de lo expuesto en los capítulos siguientes.  
En el Capítulo 2 se presentan algunas de las topologías neurodifusas más aplicadas en los sistemas 
de control y algunas aplicaciones mediante simulación digital con el programa MATLAB.  En el 
Capítulo 3 se exponen algunas topologías geneticodifusas y otras simulaciones digitales de 
controladores geneticodifusos.  Luego se presentan las conclusiones más resaltantes del trabajo 
realizado, así como también se incluye la bibliografía y las referencias bibliográficas que 
fundamentaron este desarrollo. 
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MARCO TEÓRICO 
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1.1. PLANTEAMIENTO DEL PROBLEMA 

 
Desarrollo de nuevos “híbridos” que involucren técnicas de computación emergente como la 
lógica difusa, las redes neuronales y los algoritmos genéticos, e incorporar los mejores atributos de 
las mismas, ya que cada una de estas técnicas tiene innumerables aplicaciones en sistemas de 
control y las investigaciones arrojan que cada una por separado tiene limitaciones.  Una opción es 
añadir algunos de los atributos de los algoritmos genéticos a los procesos neurodifusos ya 
ampliamente conocidos.  Se hará énfasis en modelos libres y técnicas autónomas que incluyan 
simulaciones.  Adicionalmente, se espera obtener el inicio del desarrollo de un documento que 
sirva de referencia de propósito general para emplearse en posteriores estudios con el objeto de 
aplicar técnicas más recientes y no convencionales, establecer comparaciones entre todas las 
herramientas posibles que permitan definir, modelar y controlar en forma adecuada determinados 
sistemas. 
 

1.2. OBJETIVOS 

 
1. Estudiar las distintas arquitecturas neurodifusas y sus aplicaciones a los sistemas de control. 
2. Estudiar las distintas arquitecturas geneticodifusas y sus aplicaciones a los sistemas de control. 
3. Investigar acerca de los diferentes procesos controlados con técnicas neurodifusas y 

geneticodifusas. 
4. Definir y establecer los pasos para el diseño de controladores neurodifusos y geneticodifusos. 
5. Simular los algoritmos de control definidos. 
6. Elaborar documento de propósito general. 
 

1.3. METODOLOGÍA 

 
A partir de la definición del sistema apropiado a trabajar, se diseñarán controladores genético-
difusos y neuro-difusos en función de las variables del proceso a controlar mediante un programa 
de computación, elaborado en lenguaje de alto nivel como el “C” ó paquetes ya existentes que 
permiten elaborar y simular el controlador, como es el caso de los toolbox fuzzy, neural y de 
algoritmos genéticos de MATLAB. 
 
Luego se analizará los resultados obtenidos comparándolos con otra técnica de control 
convencional. 
 
Se elaborará un documento que permita compilar generalidades de los sistemas genético difusos y 
neurodifusos aplicados a sistemas de control, así como también contendrá aplicaciones simuladas. 
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1.4. RESULTADOS ESPERADOS 

 
De la investigación realizada se espera obtener: 
 
a. Los detalles de un controlador geneticodifuso en cuanto a sus limitaciones, rendimiento, 
ventajas y desventajas respecto de un controlador convencional. 
 
b. Los detalles de un controlador neurodifuso en cuanto a sus limitaciones, rendimiento, ventajas 
y desventajas respecto de un controlador convencional. 
 
c. Diferentes tipos y estructuras de controladores neurodifusos y geneticodifusos. 
 
d. Los pasos a seguir para poder diseñar dichos controladores de una forma efectiva. 
 
e. Estrategias de control empleadas en sistemas neurodifusos y geneticodifusos basadas en la 
experiencia que operadores humanos tengan sobre procesos, para proporcionar el algoritmo de 
control. 
 
f. El desempeño de un controlador neurodifusos y geneticodifusos. 
 

1.5. APORTE AL CONOCIMIENTO 

 
Los conocimientos adquiridos en el presente trabajo apoyarán el fortalecimiento del grupo de 
investigación en el área de control con el objeto de aplicar técnicas más recientes y no 
convencionales, para establecer comparaciones entre todas las herramientas posibles que nos 
permitan definir, modelar y controlar en forma adecuada determinados sistemas. 
 

1.6. VISIÓN GENERAL DE LAS TÉCNICAS DE COMPUTACIÓN EMERGENTE 

 
Hoy día se trata a la inteligencia artificial como una manera de desarrollar estrategias que asemejen 
el comportamiento humano, tales como el manejo de información imprecisa, emociones, 
conocimiento humano quizás basado en experiencias, que entre otras cosas son los detalles que en 
la vida real robustecen a los llamados expertos en un área, y es lo que se quiere de un sistema de 
control, que realice actividades complejas.  Como es bien sabido, en el control clásico se maneja 
información bivaluada, es decir, si/no, on/off, 1/0, etc., no se tiene la imprecisión del mundo 
real, por lo que puede ser generalizada a partir de experiencias pasadas. 
 
La inteligencia artificial tiene sus orígenes en la década de los 60, pero es en la actualidad que se 
están observando los éxitos de sus aplicaciones debido a los nuevos avances en los desarrollos de 
hardware computacional. 
 
Muchos de esos éxitos se observan en el campo de los sistemas de control, ya que los paradigmas 
que componen la inteligencia artificial son fáciles de implementar, bien sea en forma de 
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dispositivos analógicos, o a través de computadores o microcoputadores, equipos ampliamente 
usados a nivel industrial, lo que también se traduce en una aplicación de relativo bajo costo. 
 
Entre los paradigmas que componen la inteligencia artificial se pueden notar a la Lógica Difusa, 
las Redes Neuronales Artificiales y los Algoritmos Genéticos, como herramientas 
computacionales emergentes que más que contraponerse, se complementan para tratar de proveer 
soluciones a diferentes problemas del mundo real. 
 
En esta sección se trata de dar una visión general de estas herramientas, presentando los 
conceptos básicos que son necesarios para la comprensión de este trabajo 
 

1.6.1. LOGICA DIFUSA 

La Lógica Difusa tiene como concepto central al “conjunto difuso”, considerado como una 
extensión de los conjuntos ordinarios.  Los conjuntos difusos pueden estar representados por 
una ecuación matemática frecuentemente conocida como función de pertenencia.  Sobre un 
universo del discurso denotado por X, la función de pertenencia de un conjunto difuso A, es 
denotada por µA(x), que asocia a cada elemento x ∈ X valores numéricos en el intervalo 
unitario, es decir, 
 

 [ ]1,0:)( →XxAµ  
(1)  

 
La expresión (1) indica que un valor de pertenencia “0” corresponde al caso donde un 
elemento no es definitivamente un miembro del conjunto difuso, mientras que un valor igual a 
“1” corresponde al caso donde un elemento es definitivamente miembro del conjunto [4]. 
 
Entonces, puede decirse que la “distancia entre objetos” como “variable difusa”, puede ser 
clasificada por conjuntos difusos etiquetados como “cerca”, “lejos” y “a la mitad”, y con una 
transición gradual de pertenencia. 
 
Se puede interpretar el conocimiento dentro de esta lógica, como una colección de hipótesis o 
proposiciones difusas, expresadas en lenguaje natural sobre un conjunto de variables difusas 
sometidas a un mecanismo de inferencia para determinar su certidumbre. 
 
Se tienen algunas definiciones sobre los conjuntos difusos que se usarán a lo largo de este 
desarrollo,  igualmente definidas para los conjuntos ordinarios, por lo que se mantiene la 
misma notación, como lo son: 
 
a) Sean A y B conjuntos difusos definidos sobre X.  La unión de estos conjuntos difusos, 
denotada por A∪B, es otro conjunto difuso C de X, tal que  
 

[ ] Xxxxxxx BABAC ∈∀∨== ),()()(),(max)( µµµµµ  
(2)  
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donde el operador ∨ en la ecuación (2) denota al operador max (máximo).  Esta operación es 
llamada Unión Estándar [7] y la Figura 1 muestra la aplicación de esta operación. 
 

 
Figura 1. Operación de uni  difusa estándar. 

 
) Sean A y B conjuntos difusos definidos sobre X.  La intersección de estos conjuntos difusos, 

ón

b
denotada por A∩B, es otro conjunto difuso D de X, tal que  
 

[ ] Xxxxxxx BABAD ∈∀∧== ),()()(),(min)( µµµµµ  
(3)  

 
onde el operador ∧ en (3) denota al operador min (mínimo).  Esta operación es llamada d

Intersección Estándar [7] y la Figura 2 muestra la aplicación de esta operación. 
 

 
Figura 2. Operación de Intersección Difusa Estándar. 

 
) Una relación difusa sobre el par (x,y) se define como un conjunto difuso sobre el espacio de c

producto Cartesiano X × Y .  Si X1, X2, ..., Xn son una colección de conjuntos, una relación 
difusa es un conjunto difuso definido sobre el espacio de su producto Cartesiano X1 × X2 × ... 
× Xn . 
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d) Sean A y B conjuntos difusos definidos sobre X y Y respectivamente.  Su producto cruz o 
producto Cartesiano A × B es una relación difusa R sobre el conjunto X × Y, donde 
 

[ ])(),(min),( yxyx BAR µµµ =  
(4)  

 

1.6.1.1. Modelo lingüístico 

Una característica de los sistemas difusos es que pueden modelarse lingüísticamente usando 
reglas de decisión.  Estas reglas son expresiones, también llamadas estatutos condicionales 
difusos, de la forma SI A ENTONCES B, donde A y B son etiquetas de conjuntos difusos 
caracterizadas por funciones de pertenencia apropiadas [5][32], y se usan para representar de 
alguna manera el razonamiento humano capaz de tomar decisiones en ambientes imprecisos 
e inciertos.  Un ejemplo de esto: 
 

Si la presión es Alta, entonces el volumen es Pequeño 
 
donde la presión y el volumen son variables lingüísticas y Alta y Pequeño son valores o 
términos lingüísticos caracterizados por funciones de pertenencia. 
 
Otro tipo de expresión, propuesto por Takagi y Sugeno, envuelve los conjuntos difusos 
solamente en el antecedente de la regla, por ejemplo, se puede describir la fuerza de roce de 
un objeto en movimiento como sigue: 
 

Si la velocidad es alta, entonces la fuerza de roce = k * (velocidad)2

 
donde otra vez alta en el antecedente es un valor o término lingüístico caracterizado por una 
función de pertenencia apropiada, y la consecuencia es descrita por una ecuación no difusa 
dependiente de la velocidad de entrada. 
 
Ambos tipos de reglas son usados ampliamente en modelaje y control y forman el núcleo de 
los sistemas de inferencia difusos. 
 
Se tienen distintos tipos de reglas, entre los cuales se encuentran:  
 
- Reglas con una entrada y una salida: el antecedente y la consecuencia están 
constituidos por una sola variable, 
 

VENTONCESUSI  
(5)  

 
U es la variable de entrada y V la variable de salida.  Si los universos de las variables U y V 
tienen particiones dadas por los conjuntos Bi y Di respectivamente, entonces el siguiente 
conjunto de reglas son las diferentes instancias de la regla genérica definida por la ecuación 
(5): 
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Si U es B1 entonces V es D1
Si U es B2 entonces V es D2

⏐ 
Si U es Bm entonces V es Dm 

 
Bi y Di son considerados los parámetros del modelo lingüístico y el número de reglas 
determina su estructura.  Este es un modelo SISO. 
 
- Reglas con múltiples entradas y una salida: el antecedente de la regla contempla 
múltiples variables de entrada.  La estructura genérica es:  
 

V ENTONCES y U ...y  y U U SI r21  
(6)  

 
Si cada variable difusa de entrada Ui tiene particiones en su universo de discurso 
determinadas por los conjuntos difusos Bij, donde i=1, ..., m y j=1, ..., r, etiquetados con 
términos lingüísticos, entonces el siguiente conjunto de reglas son las diferentes instancias 
de la regla genérica definida por la ecuación (6): 
 

Si U1 es B11 y U2 es B12 y ... y Ur  es B1r entonces V es D1
Si U1 es B21 y U2 es B22 y ... y Ur  es B2r entonces V es D2

⏐ 
Si U1 es Bm1 y U2 es Bm2 y ... y Ur  es Bmr entonces V es Dm

 
El operador “y” en el antecedente de la regla es interpretado como una intersección difusa 
de los conjuntos difusos Bij sobre el espacio de entrada.  Este es un modelo MISO. 
 
- Reglas con múltiples entradas y múltiples salidas: tanto el antecedente de la regla 
como la consecuencia contemplan múltiples variables.  La estructura genérica es:  

 

 .V ...; ;V ;V ENTONCES y U ...y  y U U SI s21r21  
(7)  

 
Si cada variable difusa Ui y Vi tienen particiones en su universo de discurso determinadas 
por los conjuntos difusos Bij, y Dip donde i=1, ..., m; j=1, ..., r, y p=1, 2, ..., s, sobre el 
universo de discurso de las variables de entrada y salida respectivamente, etiquetados con 
términos lingüísticos, entonces el siguiente conjunto de reglas son las diferentes instancias 
de la regla genérica descrita en (7): 
 

Si U1 es B11 y U2 es B12 y ... y Ur  es B1r entonces V1 es D11; V2 es D12; ...; Vs es D1s
Si U1 es B21 y U2 es B22 y ... y Ur  es B2r entonces V1 es D21; V2 es D22; ...; Vs es D2s

⏐ 
Si U1 es Bm1 y U2 es Bm2 y ... y Ur  es Bmr entonces V1 es Dm1; V2 es Dm2; ...; Vs es Dms

 
Este es un modelo MIMO. 
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Una forma alternativa es usar el operador “y” en la consecuencia de la regla, es decir; SI U1 
y U2 y ... y Ur ENTONCES V1 y V2 y ... y Vs ; interpretado como una intersección difusa de 
los conjuntos difusos Dij sobre el espacio de salida [7]. 
 

1.6.1.2. Mecanismo de Razonamiento Tipo Mandani 

Es un controlador basado en reglas estrictamente difusas, donde se superponen las salidas 
de cada regla que compone el modelo difuso, para una determinada entrada.  Cada regla, de 
la forma SI U es Bi ENTONCES V es Di (según la ecuación (7)), se expresa como una 
relación difusa Ri interpretada como la intersección de los conjuntos difusos Bi y Di, Ri = 
Bi∩Di, donde Ri es definida sobre el espacio del producto Cartesiano X×Y.  La función de 
pertenencia de este conjunto difuso estará definido según la ecuación (4).  Ri forma una 
región rectangular en el espacio del producto cartesiano X×Y, como se muestra en la Figura 
3.  
 
Para un valor difuso A de la variable de entrada U, se obtiene también otra relación difusa G 
sobre el universo del producto Cartesiano X×Y que define un conjunto difuso dado por la 
intersección difusa A∩R, cuya función de pertenencia viene dada según (3) y (4) por:  
 

),()(),( yxxyx RAG µµµ ∧=  
(8)  

 

 
Figura 3. Relaciones Difusas 

 
La salida inferida por la regla, dado como entrada el valor difuso A, no es mas que un 
subconjunto difuso F del universo de la variable de salida V, obtenido como una 
proyección del conjunto difuso G sobre el espacio de salida Y, es decir,  
 

GoyF yPr=  
(9)  
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La función de pertenencia del conjunto F no es más que  
 

)),()(()( yxxy RAxF µµµ ∧∨=  
(10)  

 

Este procedimiento de inferencia es denominado Regla de inferencia max-min. 
 
La adición de reglas se lleva a cabo como la unión de las relaciones difusas individuales, 
 

i
m
i RR 1=∪=  

(11)  
donde la función de pertenencia del conjunto difuso R está dado por la expresión  
 

))()((),(),( 11 yxyxyx
iii DB

m
iR

m
iR µµµµ ∧∨=∨= ==  

(12)  
 
sustituyendo (12) en la ecuación (10), se tiene 
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(13)  
 
con τi el peso o grado de disparo de la i-ésima regla y es la medida de la relevancia de la 
regla [7]. 
 

1.6.1.3. Mecanismos de Difusificación y Desdifusificación. 

Los valores de las variables de entrada a los modelos difusos provienen de procesos que 
generan valores nítidos o puntuales (del inglés crisp), por lo que es necesario difusificarlos.  
Análogamente los valores difusos que se generan como salida de los modelos difusos se 
deben desdifusificar con el fin de generar valores nítidos.  Estos procesos deberían 
ejecutarse antes y después del mecanismo de inferencia. 
 
En el anexo A se presenta un ejemplo de los cálculos realizados en un controlador difuso 
tipo Mandani. 
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1.6.1.3.1. Difusificación: 

Para modelos SISO, si se incluye el mecanismo de inferencia mencionado anteriormente 
entonces el proceso se redefine como algoritmo de inferencia con difusificación y se 
siguen los siguientes pasos: 
 
1. Para cada regla del modelo: 

a. Calcular el peso τi de la i-ésima regla, τi = µBi(x*), siendo x* el valor nítido ∈ X. 
b. Encontrar el conjunto difuso Fi como la salida de la i-ésima regla. 

2. Obtener F(y) de cada salida Fi, según la expresión (13). 
 
En el caso de modelos MISO y MIMO, el peso se calcula según la expresión 
τi = µBi1(x1*) ∧ ... ∧ µBir(xr*). 
 
En la Figura 4 se muestra el algoritmo de inferencia con difusificación. 
 

 
 

Figura 4. Algoritmo de inferencia con difusificación. 
 

1.6.1.3.2. Desdifusificación:  

El proceso de selección del valor nítido representativo de la salida difusa tiene una 
naturaleza probabilística.  Considérese una variable V definida sobre un universo de 
discurso X = {x1, x2, ..., xn}, y sea A = {1/x1, 1/x2, ..., 1/xm, 0/xm+1, ..., 0/xn} un 
conjunto difuso de X, donde m ≤ n. 
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Cualquier xi, para 1 ≤ i ≤ m podría ser un elemento representativo de X, el problema es 
decidir cual xi. 
 
Si el conjunto A tiene función de pertenencia µA(xi) = wi para i = 1, ..., n, la 
transformación para seleccionar un valor x* representativo del conjunto difuso es: 
 

∑
∑

=

== n

i i

n

i ii

w

xw
x

1

1*
α

α

 

(14)  
 
éste método es llamado Método de Desdifusificación basado en la Distribución de 
Desdifusificación Básica (de sus siglas en inglés BADD, BAsic Defuzzification 
Distributions) [7][37].  Si α = 1 recibe el nombre de Método del Centro de Gravedad 
[37].  Si α → ∞ entonces recibe el nombre de Método de la Media del Máximo MeOM 
(mean of máxima).  Existen otros métodos [35] pero no serán estudiados en el desarrollo 
de este trabajo, como el RCOM (Random Choice Of Maximum), FOM, LOM y MOM 
(First, Last y Middle Of Maximum), COG y ICOG (Center e Indexed Center Of 
Gravity), GLSD (Generalized Level Set Defuzzification), SLIDE (Semi-LInear 
DEfuzzification), WFM (Weighted Fuzzy Mean), FM (Fuzzy Mean), EQM (Extended 
Quality Method), QM (Quality Method), COA (Center Of Area), ECOA (Extended 
Center Of Area), CDD (Constraint Decisión Defuzzification), FCD (Fuzzy Clustering 
Defuzzification) y CFCM (Continuity Focused Choice of Máxima). 
 

1.6.2. Redes Neuronales 

1.6.2.1. Redes Neuronales Biológicas [36] 

El motivo original de las investigaciones en Redes Neuronales representó el esfuerzo de 
entender y modelar el pensamiento y las funciones del cerebro humano.  El conocimiento 
neurofisiológico hizo posible la creación de modelos matemáticos simples que son 
aplicados en neurocomputación para resolver tareas prácticas en inteligencia artificial, y a 
pesar de que todavía se está lejos de entender por completo el cerebro humano, un 
neurofisiólogo indica que “Mientras el conocimiento actual del cerebro esté limitado, cada 
cosa que se diga puede considerarse cierta”.  
 
Existen métodos que explican la operación del cerebro descendiendo al nivel molecular de 
los procesos físico-químicos.  El sistema nervioso central es el intermediario de las 
relaciones entre el organismo y el ambiente, siendo su función la de asegurar la 
correspondiente respuesta a estímulos internos o externos, este proceso es la transmisión de 
impulsos entre las células nerviosas.  Los impulsos que son transmitidos a través de canales, 
son preprocesados y posiblemente enviados a la corteza cerebral que es el centro de control 
del sistema nervioso.  Las neuronas constituyen los elementos primordiales del sistema 
nervioso central, capaces de recibir las señales provenientes de otras neuronas, procesarlas, 
generar y conducir pulsos nerviosos, y posteriormente retransmitirlos a otras neuronas.  El 
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cerebro humano se distingue por poseer billones de tales células nerviosas (alrededor de 
1011) y un mayor número de interconexiones (aproximadamente 104 conexiones por 
neurona).  El proceso de información entre las neuronas es de carácter bioquímico y 
consiste en la manipulación de niveles de Sodio y Potasio.  Morfológicamente hablando, las 
neuronas son células que poseen un cuerpo en forma piramidal, esférica o variable de 
acuerdo a las necesidades físico-químicas, y su estructura puede verse en la Figura 5. 
 
Dendritas: extensiones tubulares de fibras nerviosas que sirven como receptores de los 
estímulos externos o de las señales emitidas por otras neuronas. 
Cuerpo Celular o Núcleo: También llamado “Soma”, es donde se almacena todo el 
contenido recibido por las dendritas.  Si el nivel alcanzado por las señales de entrada 
combinadas es suficientemente grande, entonces la neurona se activará generando una señal 
de salida (niveles de Sodio o Potasio), la cual será suministrada a las otras neuronas por 
medio del axón. 
Axón: Son estructuras cilíndricas recubiertas por mielina, que contienen en su interior 
partes de fibras terminales de respuesta de alta intensidad.  Su forma es parecida a la de las 
dendritas, aunque de mayor grosor y su función es la de suministrar a las demás neuronas 
los niveles de fluido neuro-transmisor en los momentos en que la neurona se encuentra en 
estado de excitación. 
 

 

Dendritas 

AxónNúcleo o Soma

Figura 5. Neurona Biológica [36]. 
 
Es importante destacar que las neuronas como elementos de procesamiento no guardan 
información.  Es la intensidad de las interconexiones entre las neuronas las que determinan 
las acciones y asociaciones realizadas por la red neuronal.  Estas interconexiones entre las 
salidas de unas neuronas (axones) y las entradas de otras neuronas (dendritas) son llamadas 
“Sinapsis” (ver Figura 6).  El proceso de aprendizaje puede ser visto como el ajuste 
apropiado de las interconexiones sinápticas para guardar el conocimiento y/o asociaciones 
deseadas a través de la experiencia.  Esto explica la relación inversa que existe entre el 
número de neuronas y el conocimiento que poseen los seres humanos cuando nacen. 
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Figura 6. Red Neuronal Biológica [36]. 

 

1.6.2.2. Redes Neuronales Artificiales 

El primer modelo fue propuesto por Mc. Culloch y Pitts en 1940 [34], y son unidades de 
procesamiento interconectadas que tratan de emular el comportamiento funcional de las 
redes biológicas y dependen básicamente de la topología.  Principalmente son una 
interconexión de unidades no lineales, complementadas con elementos de memoria 
(integradores o unidades de retardo) cuando el comportamiento dinámico lo requiera. 
 
En las redes neuronales artificiales, cada neurona es una unidad de procesamiento.  La 
unidad de procesamiento general consta de (ver Figura 7): 
− Entradas (dendritas) xj, que pueden ser las salidas (axones) de otras neuronas. 
− Pesos (sinapsis) wij, asociados a las entradas que son la conexión que entra a la neurona i 

y sale de la neurona j.  Estos juegan un papel vagamente análogo a la concentración de 
neurotransmisores en la sinapsis biológica. 
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− La entrada neta a una neurona neti, es una suma ponderada por los pesos de las entradas: 
∑=

j
jiji xwnet  

− La activación ai es una función de la activación anterior y de la entrada neta neti: 
[ ]iii nettaFta ),()1( =+  

El tipo de neurona a emplear depende del tipo de nolinealidad de la misma, es decir, si 
su activación es una función sigmoidal, función signo, función de Heaviside, función de 
saturación lineal, u otra como puede verse en la Figura 8. 

− La salida yj es una función de la activación: 
)( ii afy =  

 

x1

x2

xj

ai
y

w11

w21

wj1

Entradas

Pesos

Función de activación
Salida

 

Σ 

Figura 7. Ejemplo de una neurona artificial 
 
Kohonen divide las arquitecturas de las redes neuronales artificiales en tres categorías 
dependiendo de la filosofía de como trabaja el sistema nervioso [17]: En las Redes 
Feedforward o directas que transforman las señales de entrada en señales de salida, la 
transformación deseada es generalmente determinada por ajuste supervisado de los 
parámetros del sistema y este tipo de red sólo recibe entradas que son salidas de capas 
previas.  En las Redes Realimentadas (recurrentes o feedback, cuyas entradas pueden ser 
salidas de capas posteriores) y las Redes Competitivas (cuyo valor de salida es uno o cero) el 
aprendizaje no es supervisado. 
 
Algunas arquitecturas de redes neuronales artificiales se muestran en la tabla 1. 
 

Tabla 1: Ejemplos de algunos tipos de redes neuronales artificiales. 
Red Aprendizaje Estructura Uso 

Perceptrón 
Multicapa 

Supervisado Feedforward Clasificación y 
Aproximación 

RBF Supervisado o 
NO 

Feedforward Clasificación y 
Aproximación 

Auto-organizativa No supervisado Feedforward Clasificación 
LVQ Supervisado Feedforward Clasificación 

 

 



Capitulo 1: Marco Teórico 19 

 
Figura 8. Funciones de activación. 

 

1.6.2.3. Adaptación de las Redes Neuronales: Aprendizaje Supervisado, No Supervisado y 
Reforzado. 

La dinámica adaptiva de una red neuronal especifica la configuración inicial y la manera de 
cómo los pesos en la red son adaptados en tiempo.  Al inicio de la adaptación los pesos de 
la red son asignados aleatoriamente, después se desarrolla la adaptación (aprendizaje) con el 
fin de encontrar una configuración de red que realice una función deseada especificada por 
un conjunto de datos de entrenamiento.  Existen numerosos algoritmos de aprendizaje para 
varios modelos de redes neuronales.  El más empleado es el algoritmo de retropropagación 
(Backpropagation) para Redes Feedforward o multicapas.  La manera como se obtiene esa 
función deseada, o se entrena la red, es descrita por el conjunto de datos de entrenamiento 
y la presencia o no de un supervisor.  En el caso de que exista un supervisor que informe si 
está logrando el desempeño correcto se habla de Aprendizaje Supervisado entre cuyos 
métodos se encuentra el Aprendizaje Reforzado[36][40].  En el caso contrario se habla de 
Aprendizaje No Supervisado, motivado en los principios Bayesianos y cuyos basamentos 
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son la reducción de dimensionalidad y el agrupamiento (clustering) [39] y donde se tiene a 
las redes autoorganizativas de las que se hablará más adelante.  
 
Cuando se desarrolla el entrenamiento de una red, en la mayoría de las estructuras se calcula 
el error de la red E(w) con respecto a su conjunto de datos de entrenamiento, y es definido 
como la sumatoria de los errores parciales de la red Ek(w), de acuerdo a : 
 

∑
=

=
p

k
k wEwE

1
)()(  

(15)  
 
siendo los errores parciales de la expresión (15) proporcionales a la sumatoria del cuadrado 
de las diferencias entre los valores actual y deseado de la salida con respecto al k-ésimo 
patrón, según: 
 

∑
∈

−=
Yj

kjkjk dxwywE 2)),((
2
1)(  

(16)  
 
también conocido como error cuadrático.  El error determina la calidad de la función 
deseada de la red neuronal y es uno de los parámetros más importantes en el aprendizaje 
supervisado. 
 

1.6.2.4. Redes auto-organizativas o Mapas Auto-organizativos. 

Estas redes fueron desarrolladas por Kohonen [18] y son también conocidas como mapas 
Auto-organizativos o SOM (de sus siglas en ingles Self- Organizing Map).  Principalmente 
crean representaciones organizadas internas y espacialmente en forma efectiva, de varias 
características de las señales de entrada y sus abstracciones sin señales supervisoras.  Son 
usadas mayormente para visualizar data de grandes dimensiones.  
 
Un SOM consiste de neuronas que son conectadas según cierta topología, algunas de estas 
se muestran en la Figura 9. 
 
La estructura de un SOM es igual que la neurona mostrada en la Figura 7 pero sin función 
de activación, o lo que es lo mismo, la función de activación es unitaria y tiene una sola capa 
de neuronas.  Las entradas deben ser normalizadas, (║x║=1), en conclusión, la salida de la 
neurona está dada por el criterio de similaridad [18], que es la correlación (no-normalizada) 
o producto punto de x y wi según la siguiente expresión: 
 

∑
=

=
n

j
jiji xwy

1
 

(17)  
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Lineal Rectangular Hexagonal  
 

Figura 9. Topologías de algunos SOMs. 
 
El algoritmo de aprendizaje no supervisado puede describirse siguiendo los pasos a 
continuación: 

a) Determinar el número de neuronas y tipo de topología de SOM a emplear. 
b) Inicializar los pesos de las neuronas con pequeños valores aleatorios. 
c) Escoger el vector de entrada normalizado. 
d) Determinar el mejor juego neurona-entrada, esto es, obtener la distancia Euclideana 

[18] entre los vectores x y wi.  Si se define al mejor juego con el índice c, entonces 
puede calcularse por  

 
{ })()(min)()( twtxtwtx iic −=−  

(18)  
 
e) Actualizar wc(t) y las neuronas pertenecientes a la “vecindad topológica” Nc de 

acuerdo a: 
 

[ ]
)()()1(
)()()()()()1(

tNitwtw
tNitwtxttwtw

cii

ciii

∉∀=+
∈∀−+=+ α

 

(19)  
 

siendo α(t) un escalar que representa la ganancia de adaptación, 0 ≤ α(t) ≤1 y 
generalmente puede ser decreciente en función del tiempo. 

f) Si no se ha obtenido el resultado deseado ejecutar los pasos desde el item c). 
 

La vecindad topológica Nc (que es una función del tiempo discreto) puede ser definida de 
varia maneras, y muchas simulaciones han arrojado que los mejores resultados se obtienen 
cuando la vecindad es inicialmente seleccionada con la totalidad de la topología y esta se 
encoge con el tiempo.  La Figura 10 ilustra lo anterior. 
 
Cuando se utiliza el SOM como clasificador de patrones, su precisión se incrementa cuando 
se utiliza algoritmos no supervisados LVQ (por sus siglas en inglés Learning Vector 
Quantization), cuyo objetivo es minimizar fallos por movimiento de los bordes de decisión 
hacia el límite Bayesiano [18]. 
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Nc(t1)
Nc(t2)

Nc(t3)wc

Nc(t1)

Nc(t2)
Nc(t3)

 
 

Figura 10. Ejemplos de vecindades topológicas. 
 

1.6.3. Algoritmos Genéticos 

1.6.3.1. Orígenes 

Los organismos vivos poseen una destreza consumada en la resolución de problemas y 
manifiestan una versatilidad capaz de avergonzar a los problemas más refinados.  Por esta 
razón es que la inteligencia artificial trata de modelar matemáticamente el comportamiento 
de dichos organismos para así conseguir esas destrezas. Los Algoritmos Genéticos aparecen 
como métodos que metafóricamente imitan el proceso evolutivo biológico. Una definición 
de Algoritmo Genético es la propuesta por Whitley [42]: Los Algoritmos Genéticos son una 
familia de modelos computacionales inspirados en la evolución, y engloban una solución 
potencial a un problema específico sobre una estructura de datos que asemejan un 
cromosoma sencillo y aplica operadores recombinatorios a dichas estructuras para preservar 
información crítica.  Estos algoritmos son utilizados como optimizadores aunque han sido 
aplicados ampliamente en otras áreas.  La implementación de un algoritmo genético se 
inicia con una población de cromosomas aleatorios, que se evalúan y ubican en 
oportunidades reproductivas en la medida que cada individuo represente una mejor 
solución, es decir, tienen más oportunidad de reproducirse aquellos que ofrezcan mejores 
desempeños.  La calidad de una solución es típicamente definida con respecto a la 
población actual.  Cada uno de estos cromosomas, u objetos matemáticos, suele ser una 
cadena de caracteres (letras o números) de longitud fija que se ajusta al modelo de las 
cadenas de cromosomas naturales, y se asocian con una cierta función matemática que 
refleja su aptitud, también llamada “fitness”.  
 
Los Algoritmos Genéticos utilizan una analogía directa del fenómeno de evolución en la 
naturaleza y están basados sobre la codificación de los parámetros y no sobre los 
parámetros exactos, lo que los hace independientes de la continuidad de los mismos y de la 
existencia de derivadas de funciones que son necesarias en la mayoría de los algoritmos 
convencionales de optimización.  
 
Trabajan con una población de individuos, cada uno representando una posible solución a 
un problema dado.  A cada individuo se le asigna una puntuación de adaptación (fitness), 
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dependiendo de que tan buena fuera la respuesta al problema.  A los más adaptados se les 
da la oportunidad de reproducirse mediante el cruce con otros individuos de la población, 
produciendo descendientes con características de ambos padres.  Los miembros menos 
adaptados poseen pocas probabilidades de que sean seleccionados para la reproducción, y 
desaparecen.  El evaluar esta adaptación no es sencillo de hacer, pues el entorno esta 
modificándose constantemente por lo que nunca se llegará al súper individuo, sino que la 
naturaleza tenderá a optimizar los individuos de cada especie en las circunstancias actuales. 
 
Existen varios tipos de Algoritmos Genéticos (AG), cada uno basado en una metáfora 
distinta de la naturaleza.  En 1975, Holland [19] indicó, que independientemente de la 
metáfora, la idea es mantener una población de estructuras de conocimiento interactuando 
en el tiempo a través de un proceso de competencia y variación controlada, la estrategia de 
generación de poblaciones habilita al AG a acercarse a la solución óptima desde varias 
partes y direcciones simultáneamente, por su capacidad de búsqueda en todo el universo 
definido.  Los nuevos individuos son creados usando operadores genéticos tales como 
cruce y mutación.  La Figura 11 muestra una estructura genérica de un AG donde pueden 
apreciarse los operadores genéticos. 
 

Población 
Inicial

Selección Cruce MutaciónEvaluación

 
Figura 11. Estructura de un AG. 

 

1.6.3.2. Elementos de un Algoritmo Genético  

Casi todos los conceptos de los AGs se basan en conceptos de biología y genética que son 
fáciles de comprender como: 
 

1.6.3.2.1. Individuo:  

Un individuo es un ser que caracteriza su propia especie.  El individuo es un cromosoma 
o genotipo, según Holland y Schaffer en [42], y es el código de información sobre el cual 
opera el algoritmo.  Cada solución parcial del problema a optimizar está codificada en 
forma de cadena en un alfabeto determinado, que puede ser binario.  Esto significa que 
el algoritmo trabaja con una codificación de los parámetros y no con los parámetros en 
sí mismos.  El genotipo, es el conjunto de genes ordenados y representa las 
características del individuo.  Cada individuo tiene una medida de su adaptación como 
solución al problema. 
 

1.6.3.2.2. Población:  

A un conjunto de individuos o cromosomas se le denomina población.  El método de 
evolución de AG consiste en ir obteniendo de forma sucesiva distintas poblaciones 
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(generaciones).  Por otra parte un AG trabaja con un conjunto de puntos representativos 
de diferentes zonas del espacio de búsqueda [43]. 
 

1.6.3.2.3. Función de Adaptación “Fitness”: 

La única restricción para usar un algoritmo genético es que exista una función de 
adaptación o fitness, que le informe de cuán bueno es un individuo en la solución de un 
problema.  Esta función fitness o de evaluación es el principal enlace entre el AG y un 
problema real, es particular para cada problema y retorna un valor numérico que indica 
la adaptación de cada cromosoma o individuo que representa, por lo tanto debe 
procurarse que el fitness sea similar, o igual, a la función objetivo que se quiere 
optimizar.  Esta medida también puede ser vista como la transformación de un 
desempeño en una ubicación en las oportunidades de reproducción.  
 

1.6.3.3. Operadores Genéticos 

Son los diferentes métodos u operaciones que se pueden ejercer sobre una población y que 
nos permiten obtener poblaciones nuevas.  Una vez que se ha evaluado cada individuo 
sobre un fitness, se aplican los operadores genéticos.  En AG se destacan los siguientes 
operadores: 
 

1.6.3.3.1. Operador de Selección 

La reproducción (selección), es el proceso donde miembros de una población se unen 
para reproducirse de acuerdo a una característica de adaptación relativa f(i) (fitness), es 
decir, los individuos con mejor adaptación tienen mayor probabilidad de tener mayor 
cantidad de copias de su información genética en la siguiente generación.  El paso 
siguiente a la evaluación es escoger los miembros de la población que serán utilizados 
para la reproducción, obteniéndose una población intermedia, donde se le da mas 
oportunidades de selección a los miembros más aptos de la población, esto es, se calcula 
el cociente entre el valor fitness de un individuo y la suma total de los valores fitness de 
todos los individuos de la población.  Este resultado mide la probabilidad de selección 
Ps(i) de cada individuo.  
 

∑
=

= N

i
if

ifiPs

1
)(

)()(  

(20) 
 
Empezando desde la población P(t) de N individuos se obtiene una nueva población 
P(t+1) aplicando N veces el operador de selección.  Los individuos se seleccionan de 
una “rueda de ruleta” (como se muestra en la Figura 12) donde cada uno tiene asignado 
un trozo en proporción a su probabilidad de selección Ps. 
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Figura 12. Operador de Selección 

 
Este mecanismo de selección, también llamado “muestreo estocástico universal” 
propuesto por J. E. Baker en 1987 [42], se usa en los AGs simples y puede causar 
problemas de convergencia prematura, por la aparición de un individuo que es mucho 
mejor que los otros de la población aunque esté lejos del óptimo; las copias de este 
individuo pueden dominar rápidamente a la población, sin poder escapar de este mínimo 
local.  
 
Existen varios esquemas de selección para reproducción tales como “esquema de 
torneo” y uno de los más eficientes, “esquema de ranking”, “elitismo” o renormalización 
lineal, etc. [20][21].  El elitismo es una estrategia que se empleará también en este 
desarrollo y consiste en sustituir n-1 individuos de la población según el esquema 
corriente y completar el enésimo con el mejor individuo de la población anterior. 
 

1.6.3.3.2. Operador de Cruce  

Consiste en combinar de alguna forma los cromosomas de los padres que han sido 
previamente seleccionados de la generación anterior para formar dos descendientes.  
Existen diversas variaciones, dependiendo del número de puntos de división a emplear y 
la forma de ver el cromosoma.  El operador cruce se aplica en dos pasos: en el primero 
los individuos se aparean (se seleccionan de dos a dos) aleatoriamente con una 
determinada probabilidad, llamada probabilidad de cruce Pc; en el segundo paso a cada 
par de individuos seleccionados anteriormente se le aplica un intercambio en su 
contenido desde una posición aleatoria K hasta el final, con K ∈ [1, m-1], donde m es la 
longitud del individuo.  K es el denominado punto de cruce y determina la subdivisión 
de cada padre en dos partes que se intercambian para formar dos nuevos hijos, según 
podemos ver en la Figura 13.  Esto se conoce como cruce ordinario, cruce sencillo o 
cruce de un punto.  
 

1 0 1 0 0 0 1 11 1 0 0 0 0 1 1 00 0 0 1 1 1 1 0 00 0 1 1 0 0 0 0 11

1 0 1 0 1 1 0 01 0 1 1 0 0 0 0 11 0 0 1 1 0 0 1 10 1 0 0 0 0 1 1 00

Pto. de Cruce

Cabeza Cola

 
Figura 13.  Operador de Cruce 

 

 



Capitulo 1: Marco Teórico 26 

1.6.3.3.3. Mutación 

El operador de mutación consiste en la alteración aleatoria de cada uno de los genes del 
individuo con una probabilidad de mutación Pm, como se puede ver en la Figura 14.  El 
objetivo de la mutación es producir diversidad en la población.  Si al generar 
aleatoriamente la población inicial o después de varias generaciones, en la misma 
posición de todos los cromosomas sólo aparece un único elemento del alfabeto utilizado, 
esto supondrá que con los operadores de reproducción y cruce, nunca cambiara dicho 
elemento, por lo que puede ocurrir que jamás se alcance la solución óptima a nuestro 
problema.  La probabilidad de aparición del operador de mutación no debe ser grande 
para no perjudicar la correcta construcción de bloques.  El operador de mutación origina 
variaciones elementales en la población y garantiza que cualquier punto del espacio de 
búsqueda pueda ser alcanzado, es esencialmente necesaria en los casos donde la 
reproducción y el cruce por si solos son incapaces de ofrecer una solución global ya que 
en algunas ocasiones puede recuperarse información perdida en los cruces y 
reproducción.  

 

Bit a Mutar

Antes Después
1 0 1 0 0 0 1 11 1 0 0 0 0 1 1 00 1 0 1 0 0 0 1 11 1 0 1 0 0 1 1 00  

 
Figura 14. Operador de Mutación 
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2.1. ARQUITECTURAS NEURODIFUSAS APLICADAS EN CONTROL 

La integración del aprendizaje de las redes neuronales artificiales y el razonamiento aproximado de 
la lógica difusa en una topología (arquitectura), con las limitaciones individuales y la sinergia por la 
hibridación de estas técnicas, ha contribuido a la aparición de un gran número de arquitecturas 
Neurodifusas (ND).  Estas técnicas emergentes, pueden desplazar los métodos clásicos de control 
en algunos aspectos como simplicidad de algoritmos, sistemas robustos y capaces de manejar 
imprecisión e incertidumbre. 
 
Los Controladores Neuronales (CN) convencionales hacen uso de las técnicas de aprendizaje de 
las redes neuronales para determinar los parámetros de control y los Controladores Difusos (CD) 
hacen uso de bases de conocimiento para modelar el sistema de control.  Los Controladores 
Neuro-Difusos (CND) combinan las virtudes de ambas técnicas.  Los Algoritmos de 
Optimización Global (AOG) como los Algoritmos Genéticos (AG), el Recocido Simulado (SA 
por Simulated Annealing) [36] [44], el Busca Tabú (TS por Tabu Search), etc. son ampliamente 
usados para optimizar las arquitecturas de CNs y CDs.  La Figura 15 muestra las combinaciones 
entre distintas técnicas. 
 

CND -
AOG

CN

CD AOG

CN - AOGCND

CD - AOG
 

Figura 15.  Combinaciones entre diferentes técnicas emergentes. 
 
Pareciera natural considerar un sistema integrado que combine los conceptos de la lógica difusa y 
las redes neuronales, y una manera muy común de aplicar un algoritmo de aprendizaje a un 
sistema difuso es representarlo por una arquitectura de red neuronal especial.  Sin embargo, los 
algoritmos de aprendizaje de una RN convencional, que usan el Método del Descenso del 
Gradiente, no pueden aplicarse directamente sobre tales sistemas dado que las funciones usadas 
en los procesos de inferencia no son diferenciables.  Esto puede solventarse si se usan funciones 
diferenciables en los sistemas de inferencia o no se usan los algoritmos de aprendizaje estándares. 
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La mayoría de las aplicaciones que fusionan RN con LD son Sistemas de Inferencia Difusos 
basados en Redes Adaptivas (ANFIS) [8][9], Controladores Neurodifusos (NEFCON) [11], Red 
de Inferencia Neurodifusa Autoconstructiva (SONFIN) [14], FINEST [33], EfuNN [33][37][38], 
Red Difusa (FUN) [23], entre otros. 

2.2.  ANFIS: Sistema de Inferencia Difuso basado en Redes Adaptivas. 

Esta es una de las primeras estructuras neurodifusas integradas. 

2.2.1. Sistemas de Inferencia Difusos (SID) 

También son conocidos en la literatura como Sistemas Basados en Reglas Difusas, Modelos 
Difusos, Memorias Asociativas Difusas (FAM) o Controladores Difusos cuando son usados 
como controladores.  Se componen de cinco bloques funcionales (ver Figura 16) [8]: 

• Base de Reglas: Contiene un número de reglas difusas Si-Entonces. 
• Base de Datos: Define las funciones de pertenencia de los términos lingüísticos 

usados en las reglas difusas. 
• Unidad de toma de decisiones: Desarrolla las operaciones de inferencia en las reglas. 
• Interface de Difusificación: Transforma las variables lingüísticas de las entradas en 

grados de pertenencia. 
Interface de Desdifusif• icación.  Transforma los valores difusos de la inferencia en 
salidas adecuadas. 

 
 

Base de Conocimiento

Base de
Datos

Base de
Reglas

Unidad de Toma de
Decisiones

Interface de 
Difusificación 

Interface de 
Desdifusificación Entrada Salida

Valor difuso Valor difuso

Valor nítidoValor nítido 

 
Figura 16.  Diagrama de bloques representativo de un Sistema de Inferencia Difuso. 

 
Los pasos del razonamiento difuso desarrollados por el SID: 

1. Difusificación: Se compara las variables con las funciones de pertenencia de los 
antecedentes para obtener el grado de pertenencia de cada término lingüístico. 

2. Se combinan los grados de pertenencia en los antecedentes para obtener el peso de cada 
regla.  La combinación es hecha a través de un operador T-norma específico como 
multiplicación o min, cuando la regla tiene mas de un antecedente. 
Se genera una consecuencia cualificada de cada regla dependiendo d3. el peso. 

4. Desdifusificación: Se produce un valor nítido de acuerdo a la consecuencia. 
 
Los SID se pueden clasificar según la forma de las reglas empleadas, vistas en las expresiones 
(5), (6) y (7), y el tipo de razonamiento difuso como puede verse en la Figura 17 y que se 
detallará a continuación. 
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Tipo 1: Se obtiene una salida nítida que es el promedio pesado de cada regla inducida por el 
peso de la regla y las funciones de pertenencia de la salida.  Las funciones de pertenencia 
usadas en este esquema deben ser monótonamente no decrecientes [6]. 
Tipo 2: La salida es un valor difuso y es obtenida por la aplicación del operador “max”.  Para 
obtener la salida nítida se usan varios métodos como el centroide del área, el bisector del área, 
la media de la máxima, etc. 
Tipo 3: Este es un sistema tipo Takagi-Sugeno (ver sección 1.6.1.1), donde la salida de cada 
regla es una combinación lineal de las variables de entrada mas una constante y la salida es el 
promedio pesado de cada regla. 
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Figura 17. Métodos de Razonamiento difuso y Reglas Si-Entonces usadas comúnmente. 

 

2.2.2. Redes Adaptivas: Arquitecturas y Algoritmos de Aprendizaje 

Una red adaptiva es una estructura de red compuesta de nodos y enlaces donde parte de dichos 
nodos o todos son adaptivos, es decir, cada salida de estos nodos depende del(de los) 
parámetro(s) pertinente a este nodo y la regla de aprendizaje especifica cómo estos parámetros 
deberían cambiar para minimizar el error prescrito medido. 
 
Normalmente las redes adaptivas son redes multicapas (Figura 18) en las cuales los nodos 
desarrollan funciones de activación particulares cuya naturaleza puede variar entre nodos, y su 
escogencia depende de la relación entrada-salida deseada. 
 
Si se tiene una red adaptiva de L capas y la k-ésima capa tiene k nodos, denotaremos al nodo 
en la i-ésima posición de la capa k por los índices (k,i) y a su función de activación (o salida) 
por , ésta depende de las señales entrantes y su conjunto de parámetros y viene dada por la 
siguiente ecuación [8]: 

k
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Figura 18. Red Adaptiva 
 

Se tiene en la ec. (21) que a, b, c, etc. son los parámetros pertinentes al nodo.  Suponiendo que 
el conjunto de datos de entrenamiento tiene P datos, se define el error medido de la red, para 
el p-ésimo dato con 1 ≤ p ≤ P, como la sumatoria de los errores cuadráticos según 
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(22) 
 
donde  es el m-ésimo componente del p-ésimo vector de salida deseado,   y  es el  
m-ésimo componente del vector de salida obtenido por aplicación del p-ésimo vector de 
entrada.  Entonces, el error medido resultante es  

pmT .
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(23) 
 
Para aplicar el Método del Descenso del Gradiente [8] en el error medido E sobre el espacio de 
parámetros, es necesario calcular la tasa de error del p-ésimo dato de entrenamiento para cada 
nodo de salida O, es decir, derivar la ecuación (22) con respecto al nodo de salida i de la capa 
L, correspondiente al dato de entrenamiento p-ésimo y se tiene 
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Para el cálculo de la variación de los errores de las capas internas se aplica la regla de la cadena 
y se tiene para el nodo i-ésimo interno en la capa k 
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(25) 
 
donde 1 ≤ k ≤ L-1 y puede verse que la tasa de error de un nodo interno puede representarse 
por la combinación lineal de las variaciones de error en las capa siguientes.  De (21) y (25), 
suponiendo α un parámetro de la red adaptiva, se tiene que 
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(26) 
 
siendo S el conjunto de nodos cuyas salidas dependen de α. Generalizando, la variación del 
error medido total con respecto a α estará dada por 
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y manipulando (27) se tiene  

α
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(28) 
donde η es la taza de aprendizaje. 
 
Existen dos paradigmas en las redes adaptivas, el aprendizaje fuera de línea donde la 
actualización del parámetro α está basado en la ecuación (27) y ocurre cuando ha sido 
presentado todo el conjunto de entrenamiento, y el aprendizaje en línea donde los parámetros 
son actualizados inmediatamente después que se presenta cada par de entrenamiento 
basándose en la ecuación (26).  En [8] se presenta una regla de aprendizaje rápido híbrida que 
será descrita más adelante y donde se justifica el uso de estas ecuaciones. 
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2.2.3. ANFIS: Sistema de Inferencia Difuso basado en Redes Adaptivas. 

Los ANFIS son redes adaptivas equivalentes a sistemas de inferencia difusos cuya 
configuración es de tipo Feedforward (sin realimentaciones) y se explicará a continuación.  
 
Suponga un SID tipo 3 (como se describió en la sección 2.2.1), con dos entradas x e y, una 
salida z y base de reglas difusas tipo Takagi-Sugeno (ver Figura 19a) definidas como: 
 

Regla 1: Si x es A1 y y es B1, Entonces f1 = p1x + q1y + r1 
Regla 2: Si x es A2 y y es B2, Entonces f2 = p2x + q2y + r2 

 
su arquitectura ANFIS equivalente puede representarse como se muestra en la Figura 19b y las 
funciones de activación de los nodos en la misma capa son como se describe a continuación: 
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Figura 19.  (a) SID tipo 3. (b) Estructura ANFIS equivalente al SID tipo 3. 

 
Capa 1: Todos los nodos de esta capa son adaptivos y la función de activación del nodo          
i-ésimo es: 
 

)(1 xO Aii µ= , 
(29)  
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donde x es la entrada al nodo i, y Ai es el término lingüístico asociado (pequeño, grande, etc.).  
De (29) también puede verse que es la función de pertenencia de Ai y especifica el grado 
con que x satisface a Ai.  

1
iO
)(xAiµ normalmente es una función con forma de campana 

expresada por 
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(31)  
 
siendo {ai, bi, ci} los parámetros que definen la función de pertenencia de los antecedentes. 
 
Capa 2: La función de activación de cada nodo es una productoria de las señales entrantes al 
nodo, de manera que: 
 

2,1),()( =×= iyxwi BiAi µµ , 
(32)  

 
Cada salida de nodo representa el peso de una regla.  En esta capa puede usarse otro tipo de 
operador T-norma como función de activación. 
 
Capa 3: La función de activación de cada nodo en esta capa calcula la relación entre el peso de 
la regla y la sumatoria de todos los pesos: 
 

21 ww
wiiw
+

= , 

(33)  
 
A estas salidas también se les llama pesos normalizados. 
 
Capa 4: Los nodos de esta capa son adaptivos y la función de activación del nodo i-ésimo es: 
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donde iw es la salida de la capa 3 y {pi, qi, ri} son el conjunto de parámetros consecuencia. 
 
Capa 5: Tiene solo un nodo que calcula la sumatoria de las señales entrantes para finalmente 
obtener la salida resultante del sistema, según: 
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donde iw es la salida de la capa 3 y {pi, qi, ri} son el conjunto de parámetros consecuencia. 
 
Se observa de la estructura propuesta en la Figura 19b, que dados los valores de los parámetros 
antecedentes, la salida resultante puede ser expresada como una combinación lineal de los 
parámetros consecuencia, es decir, la salida puede reescribirse como: 
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(36)  
 
La estructura ANFIS equivalente tipo 1 pueden verse en la Figura 20, donde la salida de cada 
regla es inducida por las salidas de las funciones de pertenencia y los pesos.  Para un ANFIS 
tipo 2, si se reemplaza el operador desdifusificación centroide con una version discreta que 
calcule el centroide aproximado del área entonces puede usarse un tipo 3. En la Figura 21a se 
observa la estructura equivalente ANFIS tipo 3 para un sistema con dos entradas y 9 reglas.  
Tres funciones de pertenencia se asocian a cada entrada lo que conduce a un espacio de 
entrada particionado en 9 subespacios (Figura 21b), cada uno de los cuales está regido por una 
regla Si-Entonces. 
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Figura 20. Estructura equivalente ANFIS tipo 1. 
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Figura 21. Estructura ANFIS equivalente tipo 3. (a) 2 entradas, 9 reglas; (b) subespacios difusos 

correspondientes. 
 

2.2.4. Algoritmo de Aprendizaje Híbrido 

Sea S el conjunto de parámetros totales, éste puede ser descompuesto como S = S1 ⊕ S2 
(donde ⊕ representa la suma directa), siendo S1 el conjunto de parámetros antecedentes y S2 
el conjunto de parámetros consecuencia.  Si existe una función H tal que la función compuesta 
min-max H  F (donde o  denota el operador composición [41]), es lineal en algunos de los 
elementos de S, entonces esos elementos pueden identificarse por el método de los mínimos 
cuadrados. 

o

 
La salida será un combinacional lineal de los elementos de S2, según  
 

H(salida) = H o  F( I
r ,S) 

(37)  
 
siendo I

r
 el conjunto de variables de entrada.  Aplicando la data de entrenamiento P a la 

ecuación (37), con los elementos del conjunto S1, se puede obtener una ecuación matricial 
 

AX = B 
(38)  

 
donde X es un vector desconocido cuyos elementos son parámetros en S2.  Si |S2| = M, 
entonces puede inferirse que las dimensiones de las matrices A, X y B son PxM, Mx1 y Px1 
respectivamente.  Normalmente P > M lo que se traduce en un problema de 
sobredeterminación y la ecuación (38) tendría una solución inexacta, por lo que se calculará un 
estimado del mínimo cuadrado (LSE) de X, X*, con fórmulas secuenciales [13] que son más 
eficientes cuando M es pequeño.  Si se define al i-ésimo vector fila de A de la expresión (38) 
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como aT
i y al i-ésimo elemento de B como bT

i, entonces X puede calcularse iterativamente 
según [8]: 
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(39)  
 
donde Si es la matriz covarianza y el mínimo cuadrado estimado X* es igual a Xp.  Las 
condiciones iniciales de la ecuación (39) son X0 = 0 y S0 = γI, con γ positivo e I una matriz 
identidad MxM. 
 
Para actualizar los parámetros de la red adaptiva se combinan el Método del Descenso del 
Gradiente (mencionado en la sección 2.2.2) y LSE, donde cada iteración de este procedimiento 
híbrido ejecuta un paso hacia adelante y otro hacia atrás, es decir, en el paso hacia adelante las 
señales entrantes se usan para calcular las salidas de los nodos de la red, las matrices A y B de la 
ecuación (38) y los parámetros de S2 obtenidos con (39).  Después de la identificación de los 
parámetros de S2 se continúa hacia adelante para el cálculo del error (23).  En el paso hacia 
atrás, las variaciones del error calculadas por (24) y (25) son retropropagadas desde la salida 
hacia la entrada para actualizar los parámetros de S1 según el método del descenso del 
gradiente (28).  Se garantiza que para valores fijos de parámetros en S1, los parámetros de S2 
encontrados son óptimos globales en el espacio de S2
 

2.2.5. Aplicaciones 

2.2.5.1. Identificación en línea de Sistemas de Control. 

Sabemos que los modelos matemáticos de los sistemas físicos pueden obtenerse de dos 
formas (o por combinación de estas).  Una es la obtención de las ecuaciones que rigen el 
comportamiento dinámico de un sistema físico basándonos en “leyes naturales” que es el 
modelaje de sistemas, y la otra es la observación de la data de entrada y salida del sistema y 
su análisis para inferir un modelo.  A esta forma se le denomina identificación de sistemas.  
Los sistemas ANFIS tienen una propiedad predictora que puede emplearse en este tipo de 
aplicación.  A continuación se presenta un sistema ANFIS que se está validando con un 
modelo predictor (o estructura predictora) del tipo caja negra (black-box) como el modelo 
ARX (de sus siglas en inglés AutoRegressive eXtra input) [13]. 
 
Se tiene un sistema cuya función de planta está gobernada por la siguiente ecuación en 
diferencia: 
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(40)  
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con un tiempo de muestreo de 0.05 seg y condiciones iniciales nulas.  El entrenamiento de 
la red se hizo fuera de línea usando como data de entrenamiento la salida del sistema real 
ante una onda cuadrada de amplitud unitaria.  El sistema ANFIS tiene una estructura tipo 3 
con una entrada (Figura 22), 25 reglas y una salida.  La Figura 23 muestra cómo la salida del 
modelo ANFIS sigue a la salida de la planta, observándose que también puede usarse como 
red identificadora ya que se obtienen buenos resultados como con otros modelos como el 
ARX.  Lo anteriormente dicho también puede observarse en la Figura 24, donde claramente 
se expone la gráfica de error de los sistemas identificadores. 
 

and

or

not

Entrada              FP. Entrada              Regla              FP Salida       Sumatoria pesada           Salida 

 
Figura 22. Estructura del sistema ANFIS para identificación. 

 

  
Figura 23. Respuesta de los distintos sistemas 
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El número de funciones de pertenencia se obtuvo por ensayo y error y con esa 
configuración se obtuvo una respuesta satisfactoria después de 42 iteraciones.  Sin embargo, 
la tabla 2 resume algunos ensayos realizados, de donde se deduce que el número de 
funciones de pertenencia puede determinar la disminución del error medido así como 
también el incremento del número de iteraciones. 
 

Tabla 2. Resultados obtenidos por ensayo y error sobre las Funciones de Pertenencia. 
Nº de Funciones de 

Pertenencia 
Nº. Iteraciones Sumatoria Error 

Cuadrático 
20 12 0.38292 
25 42 0.20778 
30 12 0.27978 

 

 
Figura 24. Error de los sistemas identificadores. 

 

2.2.5.2. Controlador tipo ANFIS aplicado sobre un servomotor. 

Se utiliza una estructura ANFIS tipo 3, para controlar un sistema cuya planta tiene una 
función de transferencia: 
 

23
10)( 2 ++

=
ss
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(41)  
 
y que se ajusta al modelo de un servomotor.  La respuesta del sistema sin controlador se 
muestra en la Figura 25, y se tiene que presenta un SP% = 22% y error en estado 
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estacionario de 0.16.  Se tomaron dos entradas para el ANFIS que conforman medidas del 
error y su derivada, con 10 y 7 funciones de pertenencia respectivamente, determinadas por 
ensayo y error.  Se hicieron diferentes pruebas tomándose varios tipos de formas en la 
funciones de pertenencia tales como campana, gaussianas, triangulares y trapezoidales; el 
número de iteraciones fue de 20 y en la tabla 3 se muestra el error cuadrático medio final, 
según (23), de cada sistema. 
 

Tabla 3. Comparación de los errores obtenidos con los sistemas ANFIS 
Funciones Error 

Triangular 0.024839 
Trapezoidal 0.039592 

Gbell 0.026095 
Gauss 0.023667 

 

 
Figura 25. Respuesta del sistema sin controlador. 

 
Si hicieron simulaciones del sistema a lazo cerrado ante entrada escalón unitario.  La Figura 
26 muestra el régimen transitorio de la salida del controlador, la Figura 27 muestra el 
comportamiento del servomotor controlado con los distintos sistemas ANFIS cuando es 
sometido a una perturbación tipo par constante a los 5 segundos y donde se observa que el 
sistema ANFIS con funciones Gaussianas se desestabiliza mientras el resto responde 
satisfactoriamente. 
 
La Figura 28 muestra la respuesta escalón con una perturbación a los 5 segundos y un 
cambio de consigna a los 10 segundos y puede apreciarse que a pesar del comportamiento 
no deseado del sistema con funciones gaussianas, éste tiende a seguir el cambio de consigna, 
así como también se puede observar que el sistema con funciones trapezoidales no 
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pareciera aceptar cambios de consigna.  Los sistemas con un comportamiento “robusto” 
son aquellos con funciones Gbell y Triangulares.  La Figura 29 muestra un detalle ampliado 
de las respuestas en el transitorio. 
 

 
 

Figura 26. Salida del controlador ANFIS 
 
Particularmente en este ejemplo, se observó en general, que el controlador ANFIS responde 
con resultados satisfactorios a los requerimientos de funcionamiento (perturbaciones, error 
en estado estacionario, entre otros), concluyendo que se pueden implementar este tipo de 
controladores debido a su capacidad de aprendizaje, su rapidez de ajuste y sencillez de 
programación.  
 

 
 

Figura 27. Respuesta del sistema ante una Perturbación. 
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Figura 28. Respuesta escalón del sistema ante un cambio de consigna. 
 

 

Figura 29. Detalle ampliado del régimen transitorio de la respuesta escalón. 
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2.2.5.3. ANFIS en Tecnología CMOS 

Dado el éxito de los sistemas de inferencia existen diseños de sistemas neurodifusos para su 
integración en tecnología CMOS, partiendo de circuitos analógicos. 
 
La arquitectura ANFIS [8] básicamente es un sistema difuso tipo Sugeno-Takagi [9], de 
orden uno, tipo 3 (ver Figura 19).  Para construir las dos primeras capas del sistema, se 
necesita de un circuito capaz de generar funciones de pertenencia tipo campana, y otro que 
realice una operación min (T-norma).  La función campana se realiza mediante un 
amplificador diferencial, tal y como se sugiere en [10]. 
 
Para elaborar la segunda capa se utiliza la idea propuesta por Lazzaro en [12], utilizando un 
circuito del tipo “El ganador toma todo”, con el cual se hace una operación max, 
lográndose obtener la operación min por medio de las leyes de De Morgan.  En la 
construcción de las capas 3, 4 y 5 de ANFIS, se necesita de un circuito que sea capaz de 
realizar una operación del tipo T-norma por un polinomio de primer grado (µi . fi), 
posteriormente dividir este producto entre la suma total de la t-norma ([µi . fi]/Σµi) y por 
último realizar la suma total de cada uno de los polinomios (Σ[µi. fi]/Σµi).  El circuito 
multiplicador/divisor propuesto en [9], se basa en la teoría de MOS translineal, el cual nos 
ofrece ventajas sobre todo en los efectos de segundo orden. 
 
Las funciones de pertenencia (de la capa 1) se realizan aprovechando la característica de 
transconductancia de un amplificador diferencial, tomando como base la idea expuesta en 
[10], con el cual se aproxima la función de una campana generalizada, dada por las 
ecuaciones (30) y (31). 
 
La Figura 30 a, b y c, muestra el amplificador diferencial básico, así como la característica de 
transferencia y las funciones de pertenencia que se generan con él. 
 
En la segunda capa del ANFIS se requiere un operador T-norma; esta operación se logra 
realizar tomando como base un circuito de competencia del tipo el “Ganador Toma Todo” 
propuesto por Lázaro [12], con el cual se hace una operación max, de tal forma que, para 
obtener la operación min, se lleva a cabo la siguiente operación: 
 

( ) ( )iMiiiMiii ssssssw ,,,max,,,min 2121 LL ==  
(42)  

 
donde las sij son corrientes y su complemento ijij sIs −= µ , Iµ es la corriente asociada con 
el valor 1 lógico.  De esta forma, se obtiene una corriente que es proporcional a los voltajes 
mínimos de las funciones de pertenencia (campanas). 
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Figura 30. (a) Circuito generador de funciones tipo campana; (b) característica de transferencia del par 

diferencial; (c) forma de la función de pertenencia. 
 
En la Figura 31a se muestra el circuito que realiza esta función, donde wi es una corriente 
que corresponde a la corriente Sij más pequeña (o bien, a la corriente Sij más grande).  Para 
tener una mejor respuesta dinámica, se utiliza una polarización autoajustable para fijar el 
voltaje de MC (Vref).  El diseño de la Figura 31b ajusta Vref de tal forma que iguala el voltaje 
drenador-fuente de MO con el del transistor de entrada que conduce la corriente máxima. 
 
La Figura 32 muestra dos funciones de pertenencia y la operación min entre ellas, que se 
obtiene con el circuito propuesto. 
 
La idea de utilizar este circuito es realizar la operación de desdifusificación (capas 3, 4 y 5 de 
ANFIS), para realizar el proceso de inferencia de datos.  El circuito propuesto en [9], realiza 
la siguiente operación: 
 

Iout = Io1 – Io2 = Ix Iy / 2 IB
(43)  

 
El rango de operación está determinado por: 
 

|Ix| +| Iy| ≤ 4IB
(44)  

 
La operación completa de desdifusificación se muestra en la ec. (35) donde wi es el 
operador min individual, que en la ec. (43) se representa por Ix; fi son los valores 
polinomiales de primer grado que representan un sistema Sugeno-Takagi de primer orden, y 
se sustituye por Iy.  Por último, la salida de todos los valores min se suma, y quedan 
representados por IB.  La Figura 33 presenta el circuito multiplicador/divisor de cuatro 
cuadrantes. 
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Figura 31. (a) Circuito CMOS en modo de corriente para realizar la función MIN a partir de un circuito de 
competencia; (b) Circuito de polarización de (a). 
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Figura 32. Medición de dos funciones de pertenencia y la operación MIN entre ellas [9]. 
 

IB

Ix

Iy

IB IB IB+  Iout  -

Ix Iy

 
Figura 33. Multiplicador de cuatro cuadrantes completo. 

 
El sistema prototipo mostrado tiene la capacidad de modificar las funciones de pertenencia 
(tipo campana) y los polinomios de primer grado, y por lo tanto, puede ser utilizado como 
un sistema aproximador de funciones no lineales. 
 

2.3. NEFCON Sistema Controlador Neuro-Difuso 

El modelo NEFCON [11] fue desarrollado por el Grupo de investigación de Sistemas Difusos del 
Departamento de Ciencias de la Computación de la Universidad Técnica de Braunschweig, 
Alemania.  Es un controlador Neuro-Difuso basado en un perceptrón difuso genérico, capaz de 
aprender conjuntos y reglas difusas de un controlador tipo Mandani por el algoritmo de 
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aprendizaje reforzado (ver sección 1.6.2.3), que usa una medida del error difuso.  Su estructura fue 
programada sobre una función bajo plataforma MATLAB/SIMULINK que es accesible vía 
internet. 
 
El principal objetivo del modelo NEFCON es el desarrollo de algoritmos capaces de determinar 
en línea, una base de reglas apropiada e interpretable con el menor número de corridas de 
simulación. 
 
La Figura 34 muestra la estructura de un controlador difuso con 5 reglas representadas por R1, ..., 
R5, 2 entradas representadas por 

1ξ  y 
2ξ ; y una salida η .   y )(i

rµ rν  representan los conjuntos 
difusos que describen los antecedentes )(i

rA  y las consecuencias  respectivamente.  Las reglas 
con el mismo antecedente son llamadas “pesos compartidos”, los cuales están representados en la 
figura con una elipse.  Como puede verse en la Figura 34, el nodo de entrada ξ

rB

1 se conecta al 
nodo R1 y R2 con el mismo peso µ1

(1) , el nodo de entrada ξ1 se conecta al nodo R4 y R5 con el 
mismo peso µ3

(1) y el nodo de entrada ξ2 se conecta al nodo R2, R3 y R4 con el mismo peso µ2
(2).  

El nodo R1 está representado por la regla:  
R1: Si ξ1 es A1

(1)  y  ξ2 es A1
(2) Entonces η es B1. 

 

 
Figura 34. Sistema NEFCON con 2 entradas, 5 reglas y una salida. 

 
Entonces, se define un sistema NEFCON como sigue: Considérese un proceso S con n variables 
de estado ξ1, ..., ξn y una variable de control η.  Para cada ξi existe un término lingüístico pi y para 
cada η hay q términos lingüísticos.  Sean k reglas lingüísticas que describen la función de control 
para S.  Se tienen las siguientes especificaciones: 
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(i) U1 = {ξ1, ..., ξn}, U2 = {R1, ..., Rk}, U3 = {η}. 
(ii) Cada conexión entre las unidades ξi∈U1 y Rr∈U2 es etiquetada con un término 

lingüístico A(i)
jr ( jr∈{1, ..., pi}). 

(iii) Cada conexión entre las unidades Rr∈U2 y la unidad de salida η es etiquetada con un 
término lingüístico Bjr ( jr ∈{1, ..., q}). 

(iv) Las conexiones que provienen de la misma unidad de entrada ξi (i∈1, ..., n) y tienen 
etiquetas iguales, siempre llevan el mismo peso difuso.  Estas conexiones son llamadas 
conexiones enlazadas y sus pesos, pesos compartidos.  Una condición análoga se 
mantiene para las conexiones hacia la unidad de salida η. 

(v) Lu,v denota la etiqueta para la conexión entre la unidad u y la unit v.  Para todas las 
unidades v, v’∈U2. (∀u∈U1)(Lu,v = Lu,v’) ⇒ v = v’. 

 
Esta definición hace posible que se interprete a un NEFCON como un controlador difuso.  La 
condición (iv) especifica que pueden haber pesos compartidos, lo que significa que puede ser 
posible que pesos difusos que representan términos lingüísticos iguales pueden modificarse 
durante el proceso de aprendizaje.  La condición (v) determina que no hay reglas con antecedentes 
iguales.  
 
Si se conocen k reglas difusas para controlar un proceso S se puede construir un NEFCON como 
sigue: 

− Para cada entrada ξi se tiene una unidad en la capa de entrada.  
− La variable de control es representada por una sola variable η.  
− Para cada regla difusa Rr hay un nodo en la capa oculta con este nombre. 
− Cada regla Rr es conectada a una unidad de entrada y a la salida de acuerdo a lo que 

represente.  El conjunto difuso µjr
(i) (vjr) que representa el término lingüístico Ajr

(i) (Bjr) 
en el antecedente (la consecuencia) de la regla Rr es escogido como el peso de la 
conexión.  El término lingüístico es usado como etiqueta de la conexión.  

− Para calcular las entradas a la red se escogerá entre la t-norma y la t-conorma de acuerdo 
con el sistema difuso que representará al NEFCON. 

 
La base de conocimiento del sistema difuso es dada implícitamente por la estructura de la red.  
Las unidades de entrada asumen la tarea de difusificación, la lógica de inferencia es representada 
por funciones de activación y la unidad de salida es la interfase de desdifusificación. 
 
 

2.3.1. Algoritmos de Aprendizaje del NEFCON 

El algoritmo de aprendizaje se divide en dos fases: en la primera se entrena la base de reglas 
inicial si no se tiene un conocimiento previo del sistema, también en esta fase se completa una 
base de reglas definida manualmente.  En la segunda fase se optimizan las reglas por 
desplazamiento o modificación de los conjuntos difusos de las mismas.  En ambas fases se usa 
un error difuso E, el cual describe la calidad del estado actual del sistema, del entrenamiento y 
optimiza la base de reglas.  Este juega un papel muy importante junto al signo del valor de la 
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salida deseada opη , definiéndose un error difuso extendido E* en función de las entradas 
nítidas x1, ... , xn,  
 

),,()sgn(),,( 11
*

nopn xxExxE KK η=  

(45)  
 
En cada actualización, el algoritmo aprende y optimiza la base de reglas de un controlador tipo 
Mandani.  Los conjuntos difusos de los antecedentes y consecuencias pueden ser 
representados por cualquier tipo de función de pertenencia.  
 

2.3.2. Entrenamiento de una Base de Reglas 

Los métodos para entrenar una base de reglas pueden ser divididos en tres clases:  
• Métodos que inician con una base de reglas vacía. 
• Métodos que inician con una base de reglas completa. 
• Métodos que inician con una base de reglas aleatoria. 

 
Los métodos que usa el NEFCON combinan las dos primeras clases y se describen a 
continuación: 
 

2.3.2.1. Algoritmo Ascendente (Bottom-Up) o aprendizaje incremental 

Comienza con una base de reglas vacía y debe incluir el universo de discurso de las entradas 
y salida.  Este algoritmo puede dividirse en dos etapas, durante la primera los antecedentes 
de las reglas son determinados por clasificación de los valores de entrada, es decir, se 
encuentran aquellas funciones de pertenencia para cada variable, las cuales mantienen el 
grado de pertenencia mayor para el respectivo valor de entrada.  El algoritmo trata de 
“adivinar” el valor de la salida por derivación del valor de error difuso actual.  En la segunda 
fase la base de reglas es optimizada cambiando la consecuencia de una función de 
pertenencia, de ser necesario.  
 
La siguiente definición detalla mejor el algoritmo: Sea un proceso S con n variables de 
estado ξi ∈ Xi (i ∈ {1, ..., n}) particionadas por pi conjuntos difusos y una variable de 
control η ∈ [ymin, ymax], particionada por q conjuntos difusos.  Sea también un sistema 
NEFCON con k’ reglas predefinidas, donde k’ puede ser “0”.  El algoritmo incremental 
para el NEFCON estará dado por los siguientes pasos: 
 

(i) Para un número fijo m1 de iteraciones: 
a) Para el vector de entrada actual (x1, ..., xn), encontrar los conjuntos difusos 

)()1(  tales que se cumpla )()( ii . ˆ,,ˆ nµµ K ))()(ˆ)(,( iji xxji µµ ≥∀

b) Si no existe una regla con el antecedente )()1(
1 ˆˆ n

n esyyesSI µξµξ K , 
encontrar el conjunto difuso v̂  tal que se cumpla que )()(ˆ)(( OvOvj j≥∀ , donde 
el valor heurístico de la salida O es determinado por 
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⎩
⎨
⎧

=
<−⋅−
≥−⋅+

= ,
0)(||
0)(||

min

max m
EsiyEm
EsimyEm

O

Añadir al sistema la regla esyyesSI n ˆˆ )1(
1 ξµξ K

+ minmax yy
. 

c) vesENTONCESn ˆ)( ηµ . 
(ii) Para un número fijo 

a) Propagar el vector de en ara cada 
  

tr* = tr + σ.Or.E, donde E es el error difuso 

(iii) E

 
Esta definición provee un algoritmo de aprendizaje que es menos costoso 
co
sección, y no es necesario manejar todas las reglas posibles a la vez, lo cual llega a hacerse 

posible cuando hay gran cantidad de variables o funciones de pertenencia.  Sin embargo, 

2.

leta y se divide en dos etapas que pueden ser 
ejecutadas durante un período fijo de tiempo o un número fijo de iteraciones.  En la 

yo signo difiere del valor de 
salida óptimo 

2m

m2 de iteraciones: 
trada actual a través del NEFCON y estimar p

regla Rr la contribución tr al valor de salida Oη.  Calcular la contribución deseada
del valor de la salida del sistema por 
extendido y σ > 0 es la tasa de aprendizaje. 

b) Para cada regla Rr determinar la nueva función de pertenencia de salida v̂ r tal que 
∀(j) ( v̂ r(tr*) ≥ vj(tr*)) y cambiar la consecuencia de la regla Rr. 
liminar todas la reglas que no han sido usadas en mas de un p% de todas la 
aluaciones. ev

mputacionalmente que el procedimiento decremental que se describe en la próxima 

im
este algoritmo puede tener problemas con los sistemas dinámicos debido a la aproximación 
heurística de encontrar las consecuencias. 
 

3.2.2. NEFCON-I Modificado o aprendizaje decremental:  

e inicia con una base de reglas compS

primera etapa se remueven las reglas que generan una salida cu
opη .  En la segunda etapa, se crea una base de reglas para cada acción de 

n especifica la regla decremental del algoritmo donde Ant(Rr) y Con(Rr) denotan el 

a) Se e S. 
b) Para cada regla r r η. 

control, por selección aleatoria de una regla de un grupo de reglas con antecedentes iguales.  
El error de cada regla es acumulado y al final de esta etapa se eliminan la reglas menos 
usadas. 
 
El algoritmo usa funciones de pertenencia triangulares, trapezoidales y gaussianas.  Fue 
desarrollado para sistemas dinámicos que necesitan un nivel estático.  La siguiente 
definició
antecedente y la consecuencia de la regla Rr respectivamente.  ℜ denota al conjunto de 
todas las reglas: Sea S un proceso con n variables de estado ξi ∈ Xi (i ∈ {1, ..., n}) 
particionadas por pi conjuntos difusos, y una variable de control η ∈ Y particionada por q 
conjuntos difusos.  Sea un sistema NEFCON con i

n
i pqN 1=∏=  unidades iniciales con 

(∀R, R’∈ℜ)((Ant(R) = Ant(R’)∧Con(R) = Con(R’)) ⇒R = R’). 
(i) Para cada regla Rr se define un contador Cr (inicializado en 0 y r ∈ {1, ..., N}).  Para 

un número fijo de iteraciones m1: 
 determina la salida actual Oη del NEFCON con el estado actual d

R  se determina su contribución t  sobre la salida O
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c) Se determina sgn(ηop) para los valores de entrada actuales. 
d) Se elimina la regla Rr con el sgn(tr) ≠ sgn(ηop) y se actualiza el valor de N. 

(ii) P n número fijo m2 de 
it

 N})} ⊆ 

actual S. 

d) Rrj. 

f) E| al contador Zrj de cada regla Rrj. 

(iii) S  red, para los cuales hay una 
regla  Cr ≤ β . (m1 + m2), 
0 β

(iv) E p% de las 

Este al
con po ara 
ap
de entrada y una salida particionadas cada una 

2.3.3.

Lo azamiento y/o modificación 
de los conjuntos difusos, no se modifican las reglas en sí ni la estructura de la red.  Uno de los 
algoritmos, NEFCON I, está basado en el algoritmo de retropropagación de los perceptrones 

u sado para optimizar la base de reglas por “premio y 

modifica, pero si τ=1 el error se está incrementando sin cambiar su signo lo que se traduce en 

e) Se incrementan los contadores Cr para todas las reglas Rr con ORr > 0. 
f) Se aplica Oη a S y se obtienen los nuevos valores de entrada para S. 
ara cada Rr se define un contador Zr (inicializado en 0).  Para u
eraciones: 
a) De todos los subconjuntos ℜj = {Rr |Ant(Rr) = Ant(Rs) (r, s ∈ {1, ...,

ℜ se selecciona aleatoriamente una regla Rrj. 
b) Se determina la salida del NEFCON Oη usando solo la regla seleccionada y el 

estado 
c) Se aplica Oη a S y se obtienen los nuevos valores de entrada para S. 

Se determina la contribución trj de cada regla 
e) Se determina sgn(ηop) para los valores de entrada actuales. 

Se añade |ORrj . 
g) A todas las Rrj con ORrj > 0 se incrementa el contador Crj 
e eliminan todas las Rsj de los subconjuntos ℜj de la

Rrj ∈ ℜj con Zrj < Zsj, y se eliminan todas las reglas Rr con
≤  < 1, y se actualiza el valor de N. 
liminar todas las reglas que no se hayan usado en mas de un 

evaluaciones. 
goritmo solo puede ser usado si se tienen pocas variables de entrada particionadas 
cas funciones de pertenencia, dado que el tiempo y memoria necesarios p

licarlo se incrementa con el número de variables.  Para un NEFCON con cuatro variables 
en siete funciones de pertenencia, entonces 

son 75 = 16807 reglas posibles (ésto si el número no es reducido por conocimientos previos 
del sistema), lo que puede traducirse en que el sistema se haga muy lento, es decir, no corra 
en tiempo real, por este gran número de reglas a ser evaluadas. 
 

 Optimización de la base de reglas. 

s algoritmos presentados optimizan la base de reglas por despl

m lticapas.  El error extendido E* es u
castigo”, es decir, una regla es premiada cambiando su consecuencia a un valor superior y 
ampliando el soporte de los antecedentes, si su salida tiene el mismo signo de la salida óptima 
ηop.  En contraste, se tiene otro algoritmo, NEFCON II, el cual usa también el error actual E* 
y E*’ definido como el error extendido en t+1, entonces la tendencia del error se define como:  

⎪
⎩

⎪
⎨

⎧

−
≥⋅∧<
≥⋅∧≥

=
casootroen

EEEEif
EEEEif

1
0*)*'(|)*||*'(|0
0*)*'(|)*||*'(|1

τ , 

si τ=0 el sistema se mueve hacia un estado óptimo, lo que implica que la base de reglas no se 
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una penalización para aq n la salida y premiación para el 
caso contrario.  Si τ
 

2.3

2.3.5. Ejemplo de aplicación de un NEFCON 

resenta la simulación del control de una planta que representa un 
n 

ador de señales y se usó como error la diferencia 
entre la señal de referencia y la respuesta del sistema.  Para el controlador NEFCON se 

uellas consecuencias que decrementa
=-1 el sistema tiene sobrepicos. 

.4. Implementación 

La descripción de cómo se implementa un sistema NEFCON está detallada en el Anexo B.  
 

A continuación se p
servomotor, cuya función de transferencia es la misma de la aplicación mostrada en la secció
.2.5.2 y cuyo controlador fue ajustado con algoritmos NEFCON. 2

 
Se tiene una señal de referencia y’ de un gener

tomaron dos entradas yye −== '1ξ , e&=2ξ  y su salida η como entrada de la planta.  Se 
seleccionó el algoritmo ascendente descrito en la sección 2.3.2.1 para el proceso de aprendizaje 
y NEFCON II (descrito en el anexo B.1.5) para optimizar la base de reglas, dado que se 

ecesita una acción integral para eliminar el error en estado estacionario.  El universo de n
discurso de las entradas fue particionado en cuatro funciones de pertenencia y la salida en 
cinco (con 2 trapezoidales en los extremos del universo y el resto triangulares).  El ambiente de 
simulación en MATLAB/SIMULINK se muestra en la Figura 35.  
 

Señal de ref. 

Perturbación

Error

In1

In2
Out1 

Planta

NEFCON
Fuzzy

NEFCON 
SigGen 

Nefcon 
System 

du/dt

Derivada del error

 
Figura 35. Ambiente de simulación para el ejemplo de la Planta que Representa un servomotor. 

 
Durante el entrenamiento, en el algoritmo de aprendizaje se usó una señal de referencia con 
ruido producido por un generador de señales incluido en la implementación y que puede 
observarse su descripción en el anexo B.5.  Se aplicó para tres reglas y 5 ciclos de optimización 
(Figura 37), con 100 pasos de iteración cada ciclo.  La base de reglas optimizada quedó 
cons rvarse 
n la Figura 38.  De estas figuras se puede concluir que luego del proceso de optimización sólo 

tituida por 8 reglas (ver Figura 36) y los conjuntos difusos resultantes pueden obse
e
eran necesarias tres funciones de pertenencia para las entradas ξ1 y ξ2, y para la salida sólo eran 
necesarias cuatro, ya que no intervienen las funciones “ne” de la entrada 1, “po” de la entrada 
2 y “ne” de la salida.  Por otro lado, puede observarse en la Figura 38c que dicha función de 
pertenencia resultó igual a cero luego de la optimización (línea de color magenta). 
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1.  If (input1 is nz) and (input2 is nz) then (output is ze) 
2.  If (input1 is po) and (input2 is nz) then (output is po) 
3.  If (input1 is po) then (output is pm) 
4.  If (input1 is po) and (input2 is ne) (output is pm) 
5.  If (input1 is po) and (input2 is pz) then (output is po) 
6.  If (input1 is pz) and (input2 is ne) then (output is nm) 
7.  If (input1 is pz) and (input2 is pz) then (output is pm) 
8.  If (input1 is pz) then (output is nm) 

 
Figura 36. Base de Reglas Optimizada 

 

        
a)                                                                 b) 

         
c)                                                                 d) 

 
e) 

a por cada ciclo de entrenamiento a) cicl
e) ciclo 5. 

Figura 37. Evolución de la respuest o 1, b) ciclo 2, c) ciclo 3, d) ciclo 4, 

 

 
a) entrada ξ1                       b)entrada ξ2                         c) salida η 

Figura 38. Conjuntos Difusos Finales. 
 
Puede observarse en la Figura 39 la respuesta final y compararse con la respuesta sin 
controlador.  En la Figura 40 puede verse la señal de error que pudiera mejorarse modificando 
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los intervalos de las funciones de pertenencia de los conjuntos difusos o el número de 

trategia de control.  Y los algoritmos 
 número de i

funciones de pertenencia.  
 
Como puede observarse el NEFCON es otra es
implementados permiten obtener bases de reglas menores y el teraciones también 
es pequeño.  
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Figura 39. Respuesta de la Planta luego del Entrenamiento 
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Figura 40. Señal de Error 
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2.4. SONFIN Sistema de Inferencia Neurodifuso Autogenerable ( On-Line Self-
Constructing Neural Fuzzy

Un aspecto  adecuada 
neurodifusa es la partició as difusas 

as celdas 
oblema de 

e 
incremente el espacio d  

difusa resultante tendría , ... , xn) 
representa el
entrada.  El problema d ales son los 

usuario. 
 
Otro método esventaja 
de que con ecesitan muchas generaci nes para 
encontrar cada partición, y evaluar la
costo computacional.  Otro método es particionar el espacio de entrada en línea [14] el cual es una 

ra 41d).  
cio de entrada para reducir no solo 

el número de reglas sino también el número de funciones de pertenencia bajo un requerimiento 

de entrada en la ecuación lineal de la salida.  

(46)  
 

 Inference Network) 

 importante a tomar en cuenta para la selección de una estructura
n del espacio de entrada, el cual influye en el número de regl

generadas.  Una manera directa es particionar el espacio de entrada en una grilla cuy
representen una regla difusa si-entonces como se muestra en la Figura 41a.  El mayor pr
tal partición es que el número de reglas difusas se incrementa exponencialmente asi como s

e entrada.  Otro método frecuentemente usado para particionar el espacio
de entrada es aglomerar los vectores de entrada como se muestra en la Figura 41b, donde la regla 

 la forma Ri: SI x es Ci entonces y es ..., donde x = (x1, x2
 vector de entrada con dimensión n y Ci el i-ésimo grupo formado en el espacio de 

e este tipo de partición es identificar qué significa Ci y cu
términos difusos correspondientes en cada variable de entrada que están siempre ocultos al 

 flexible es el basado en Algoritmos genéticos (Figura 41c) pero tiene la d
sume mucho tiempo de entrenamiento; se n

 partición resultante por cada individuo representa un alto 
o

aproximación del método basado en agrupamientos (“clustering”) pero alineados (Figu
Básicamente consiste en alinear los grupos formados en el espa

de precisión pre-especificado. 
 

2.4.1. Estructura de un SONFIN 

La Figura 42 muestra una red de seis capas que ejecuta a un modelo difuso de la siguiente 
forma: 
 

Regla i: SI x1 es Ai1 y ... y xn es Ain ENTONCES y es m0i + ajixj + ... 
 
donde Aij es un conjunto difuso, m0i es el centro de una función de pertenencia simétrica en y, 
y aij es un parámetro de la consecuencia de la regla.  Note que difiere de un modelo Takagi-
Sugeno-Kang en que se usan solo algunas variables 
 
En general, un SONFIN consiste en nodos cuyo conjunto de conexiones de entradas finito 
está representado por los pesos de otros nodos y el conjunto de conexiones de salidas a otros 
nodos.  Al conjunto de conexiones de entradas está asociada una función de integración f la 
cual sirve para combinar información, activar o evidenciar otros nodos. 
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donde u1
(k), u2

(k), ... , up
(k) son entradas al nodo y están asociadas a él con los pesos w1

(k), w2
(k), 

(k)

)(k

(47)  

... , wp , el supraíndice (k) indica el número de la capa.  La salida de cada nodo es una función 
de su entrada: 
 

)()( facapaentradaaocapasalida i ===  

 
donde a(.) es la función de activación.  
 

1

X

1

Y Y

X

(a)

Y

X

(b)

1

Y

1

X

1

X

1

Y Y

X

(c)

1

X

1

Y Y

X

(d)  
 

Figura 41. Particiones Difusas del espacio de entrada de dos dimensiones. a) Tipo Grilla. b) Basado en Grupos. c) 
Basado en AG. d) Basado en grupos alineados. 
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Capa 3

Capa 4

Capa 5
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Figura 42. Estructura de un SONFIN 
 
A continuación se definen dichas funciones por capas. 
 
Capa 1: En esta capa no se hace ningún cálculo, como cada nodo corresponde a una variable
de entrada solo transmite esos valores directamente a la siguiente capa, es decir,  
 

 

(48)  
 
donde se observa que los pesos de enlace son unitarios. 
 
Capa 2: En esta capa cada nodo representa a una etiqueta lingüística (pequeño, grande, 
mediano, etc.) de una de las variables de entrada de la capa 1, es decir, los valores de 
pertenencia que especifican en qué grado la entrada pertenece a un conjunto difuso son 
calculados en la capa 2.  Pueden escogerse varias formas de funciones de pertenencia 
(triangulares, trapezoidales, gaussianas, entre otras), pero como se ha demostrado [15] que los 
sistemas difusos con funciones de pertenencia gaussianas son aproximadores de cualquier 
función no lineal en un conjunto compacto y la funciones de pertenencia gaussianas 

f = ui
(1)  y a(1)= f  
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multidimensionales generadas durante un proceso de aprendizaje pueden ser descompues
productos de gaussianas 1-D los autores del SONFIN las usan [14].  Entonces la operación 

( )

tas en 

desarrollada en esta capa es 
 

f

ij
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efay

mu
uf

=
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σ  

 son respectivamente el centro (media) y el ancho (varianza) de la función de
j-ésima término de la i-esima entrada xi.  

: Un nodo en esta capa representa una regla difusa con operador AND.  

(49)  
 
donde mij y σij  
pertenencia gaussiana del 
 
Capa 3
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σi1, 1/σi2, ..., 1/σin) la regla, n el número de nodos de la capa 2 
Di y mi = (mi1, mi2, ..., min)T.  Los pesos son unitarios y la salida 

representa el peso de la regla difusa correspondiente. 

: El número de nodos en esta capa es igual al de la capa 3 y el peso calculado en la capa 

(50)  
 
siendo Di = diag(1/
participantes de la regla 

 
Capa 4
3 es normalizado en esta por 
 

f
ufa i

)4(
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uuf
i

i
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)4(∑
 

(51)  
 
 al igual que en la capa anterior los pesos son unitarios. y

 
apa 5: Esta capa es llamada “capa consecuencia”, y ella se tienen dos tipos de nodos C

identificados en blanco y gris en la Figura 42.  Unos (los blancos) representan un conjunto 
difuso de la variable de salida descrito por funciones de pertenencia gaussianas.  Solo el centro 
de la función es derivado a la próxima capa por la media local de operación de 
desdifusificación máxima (LMOM) [16] y el ancho es usado para agrupamiento de la salida.  
Nodos diferentes en la capa 4 pueden ser conectados a un mismo nodo blanco en la capa 5 lo 
que significa que se tiene el mismo conjunto difuso consecuencia para diferentes reglas.  La 
función para un nodo blanco esta dada por 
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(52)  
 
siendo a0i = m0i el centro de la función de pertenencia gaussiana.  Cada nodo de la capa 4 tiene 
su correspondiente nodo gris en la capa 5 donde sus entradas son las salidas de la capa 4 y las 
otras puedes ser las variables de entrada de la capa 1.  Su función está dada por  
 

)5()5( )( iuffa ⋅=
j

jji xaf = ∑
 

(53)  
 

os al nodo.  Combinando (52) y 
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na variable de salida e integran todas las 
ccione

uuf ii =

siendo la sumatoria sobre los términos significantes conectad
(53) se tiene como función total para este nodo 

j ⎠⎝
(54)  

 
Capa 6: Todos lo nodos de esta capa representan u
a s recomendadas por la capa 5 y actúan como un desdifusificador con  
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SISTEMAS GENÉTICO-DIFUSOS 

Actualmente los Algoritmos Genéticos han demostrado ser una poderosa herramienta en la 
obtención de la Base de Conocimiento (BC) de los sistemas difusos, por lo que se han 
incrementado las diversas aplicaciones que combinas estas técnicas emergentes.  Una de las 
aplicaciones conocidas es el diseño de controladores difusos y es posible clasificarla en tres 
diferentes grupos de acuerdo a los componentes de la BC implícita en el proceso [22]: 
 

1. Definición genética de la Base de Datos (BD) del Controlador Difuso: Toma una BD 
primaria y luego se ajustan sus parámetros genéticamente. 

2. Derivación genética de la Base de Reglas (BR) del Controlador Difuso: Se deriva una BR 
suponiendo de una BD existente.  La característica principal es que se considera la BR 
representada en la forma de una tabla de decisiones donde cada celda de la tabla 
representa una regla del controlador difuso perteneciente a dicha BR. 

3. Aprendizaje genético de la BC del Controlador difuso: Involucra los métodos anteriores. 
 

 

3.1. étodo de diseño de un Controlador Genético-Difuso 

Este método está basado en el grupo 1 mencionado anteriormente, el cual haciendo uso de un 
AG se puede generar una BC de un Controlador Difuso cuando un conjunto de variables de 
entrenamiento, formado por entradas-salidas numéricas, sea accesible experimentalmente.  La BC 
previamente establecida dependerá del diseñador y sólo se deben ajustar los parámetros que 
definen al Controlador Difuso. 
 
Como caso de aplicación se tienen simulaciones, sobre la planta con función de tranferencia 
directa según la ecuación (41) definida en el capítulo anterior, que consisten en modificar la 
configuración del AG o el número de funciones de pertenencia del controlador difuso.  La 
respuesta al escalón unitario del sistema sin controlador presenta las especificaciones de tiempo 
mostradas en la Figura 43. 
 
Usando técnicas de compensación convencionales se tiene en la Figura 44 la respuesta del sistema 
con un PID ajustado con métodos de Ziegler-Nichols, cabe destacar que puede obtenerse un 
mejor ajuste con otros métodos y con experiencia. 
 
La estrategia adoptada para encontrar los parámetros óptimos del PID (KP, TI, TD) es la basada en 
la minimización de la sumatoria del error cuadrático medio entre la salida deseada y la obtenida, 
dicha sumatoria está representada por el área sombreada que se muestra en la Figura 45.  Los
parámetros que minimizan esta región son los que conducen a una rápida respuesta hacia la seña
de referencia (setpoint) y sin oscilaciones.  
 
En el caso del uso de un Controlador Difuso también se trata de ajustar los parámetros (ai, bi y ci)
que describen las funciones de pertenencia de las variables de entrada y salida del controlador y
definidas en el capítul

M

 
l 

 
 

o anterior como (30) y (31) (véase Figura 46). 
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Figura 43.  Especificaciones de Respuesta en Tiempo del sistema a lazo abierto. 

 

 
Figura 44. Respuesta del Sistema con un PID 
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Figura 45.  Área a minimizar 

Inicialmente se genera una población aleatoriamente cuyos cromosomas son contentivos de los 
parámetros (ai, bi y ci) de cada función de pertenencia de las variables de entrada y salida, y cada 
individuo se evalúa en el sistema a través de una función de adaptación (fitness) que indica cuán 
mínima es el área, luego se aplican los operadores genéticos para determinar, después de varias 
generaciones, el mejor individuo según las teorías darwinianas. 

 

 
 

Figura 46.  Función de pertenencia generalizada  
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3.1.1. 

En las simu

 

Función de Adaptación 

laciones realizadas se utilizaron dos funciones de adaptación diferentes para 
minimizar el área, indicadas a continuación: 

( ) ∑∑ +
=

−+ 2

n

error1
1

salobtsaldes1
1=f(i) 2  

(56)  

)e(11
0.8

PM-11
0.1

2error1
0.1=f(i)

∞++
+

+
+

∑+
 

 (56) muestra sólo la evaluación del error cuadrático medio del valor obteni
respecto a la salida deseada, mientras que la ecuación (57) muestra una función con criterios de 
optimización similares a los de Lagrange como lo son pesar el error, el máximo pico de la 
respuesta y el valor de estado estacionario, asignándosele en este caso un peso de 10%, 10% y 
80% respectivamente.  Observe que en la Ec. (57), si se tiene un sobrepico muy eleva
segundo término tiende a cero así como también si se tiene un error en estado esta
muy grande (tercer término de la ecuación).  Por otro lado, de resultar pequeños Mp y el e

eable en la mayoría de los sistemas de control, estos términos harán que la

(57)  
 
La ecuación do con 

do, el 
cionario 

ss, 
caso des  función 
fitness tienda a 1. 

muestra el diagrama de flujo de la 
 

pero variable de forma aleatoria.  El operador

 

3.1.3. 

, identificadas como “error” y “derivada”, y 
 número de funciones de pertenencia de cada 

 
1. SI error es fp
2. SI error es fp
               M               
n. SI error es f
n+1.  SI error es fp1, ENTONCES salida es fp1 
n+2.  SI error es fp2, 
             M                
n+n.  SI error es fpn, ENTONCES salida es fpn 

 

3.1.2. Operadores Genéticos 

Para la simulación, la población de individuos se generó aleatoriamente usando una función de 
distribución y los cromosomas están constituidos por los parámetros {ai, bi y ci} de cada 
función de pertenencia con números reales.  La Figura 47 
codificación genética del algoritmo.  El operador cruce utilizado fue sencillo (un solo punto)

 mutación se realizó a una probabilidad de 5% y 
la selección de los padres se hizo con elitismo sobre una ventana de apertura exponencial. 

Experiencias y Resultados Obtenidos 

Se diseñaron controladores difusos de dos entradas
una salida.  Se hicieron simulaciones variando el
variable de entrada-salida, la Base de Reglas estaba previamente definida según:  

1 o derivada es fp1, ENTONCES salida es fp1 
2 o derivada es fp2, ENTONCES salida es fp2 
M                   M 

pn o derivada es fpn, ENTONCES salida es fpn 

ENTONCES salida es fp2 
M 
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Definición de la salida 
deseada

Inicialización 
de la 

población

Evaluación del
Fitness y 

ordenamiento 
descendente

 

¿Fitness 
deseado?

¿No. de 
Generaciones 

escogido?
Selección Cruce

¿Debe 
mutar?

Mutación

No No

Si

Si

Fin del AG

Si

 
a de Flujo de la codificación genética. 

No
Ind

Figura 47.  Diagram
 
Se describen en la tabla 4 las experiencias realizadas: 
 

Tabla 4: Experiencias realizadas. 
. 
iv 

Rango 
Error 

Rango 
Salida del 

contr 

Error 
cuadrático 

medio 

No
. 

FP 

No. 
Gen 

Fitness Ec. Mp Ess (%) Fig. 

100 [-5,5] [-20,20] 23.132 3 5 0.0414 1.21 0.4 
100 [-5,5] [-20,20] 19.7031 3 16 0.0483 1.192 0.05 

Figura 
48 

50 [-5,5] [-20,20] 23.0606 3 8 0.0416 1.131 2.95 
50

 
(56) 

Figura 
 [-5,5] [-20,20] 18.4108 3 29 0.0515 1.12 1.5 51 

50 [-5,5] [-20,20] 63.3279 3 20 0.9011 1.003 .01 
10 55 0 [-5,5] [-20,20] 50.2939 3 11 0.9015 1 .05 

Figura 

20 [-5,5] 1.235 .01 [-20,40] 8.6865 3 3 0.7118 
20 [ 1 .07 -5,5] [-20,40] 15.7576 3 7 .7174 
20 [ .7199 

(57) 

1  

Figura 
57 

 
 

-5,5] [-20,40] 13.1480 3 8 

 
Obsérvese en la Figura 48 que en las simulaciones donde la población era de 100 individuos 
con f e e en leatorias dentro de un universo comprendido entre [-5,5] para unciones d p rt encia a
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las entradas y entre [-20 y 20] para la salida, el número de generaciones determinó un factor 

po de 
 

importante en la respuesta del sistema dado que el área a minimizar disminuyó a medida que 
aumentó el número de generaciones, así como también disminuyó el Mp, el tiem
establecimiento y el tiempo de alza.  Por otro lado, en la Figura 49 pueden verse las funciones
de pertenencia tanto para la entrada error, como para la entrada derivada luego de la evolución 
(16 generaciones).  La Figura 50 muestra las funciones de pertenencia de la salida para la 
misma simulación. 

 

 
ación (56) y una población de 100 Figura 48. Respuesta de los mejores individuos con función de adapt

individuos.  
 

 
Fig  Fu e pe  ajus as de s ent ara la simulac  con pob ón de 100 

ind duos
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ones de pertenencia de la Salida para la simulación con población de 100 indi

 
 resultados obtenidos de los controladores cuya población era d

individuos, donde se aprecia que a pesar de que el Mp es menor que en las simulaciones 
anteriores, el error en estado estacionario es ligeramente mayor y se tienen peq
oscilaciones alrededor del punto de operación, lo que pudiera ser un comportamiento no 
deseado en muchas aplicaciones.  También se observa que para alcanzar un fitness cercano al 
obtenido en las simulaciones anteriores se necesitaron más generaciones. 

Figura 50. Funci viduos. 

La Figura 51 presenta los e 50 

ueñas 

 

 
Figur uos. 

inalmente se obtuvieron las funciones de pertenencia tanto para las entradas como para la 
salida que se muestran en la Figura 52 y Figura 53 respectivamente. 

a 51. Respuesta de los mejores individuos con función de adaptación (56) y una población de 50 individ
 

 
F
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Figura 52. Funciones de pertenencia ajustadas de las entradas para la simulación con población de 50 individuos. 

 

 
Figura 53. Funciones de pertenencia de la Salida para la simulación con población de 50 individuos. 

De los resultados obtenidos se puede inferir que a pesar de que los comportamientos pudieran 
considerarse que son satisfactorios y similares, las funciones de pertenencia obtenid
disímiles, pero esto puede ser atribuido al carácter aleatorio del algoritmo genético em
en la optimización. 

En la Figura 54 se presenta una gráfica que compara la evolución del fitness en función del 
número de generaciones y puede observarse que en las primeras generaciones se tienen 
comportamientos similares, pero en la evolución de la población de 50 individuos se observa 
un comportamiento sostenido, lo que puede arrojar un resultado que representa una solución 
local (mínimo local) pero por la mutación se obtuvo un mejor individuo. 

Si hizo otra simulación pero variando la función de adaptación según la ecuación (57) y 
evolucionando hasta obtenerse un fitness mayor o igual a 0.901.  La respuesta al escalón 
unitario de los mejores individuos obtenidos en poblaciones de 50 y 100 individuos se observa 

 

as son 
pleado 

 

 

en la Figura 55 y la evolución del fitness en la Figura 56.  
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Figura 54. Gráfica de la Evol ones, de los mejores individuos ución del Fitness en función del número de Generaci

obtenidos en las simulaciones anteriores.  
 

 
 

Figura 55. Respuesta de los mejores individuos con función de adaptación (57). 
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Figura 56. úmero de Generaciones, de los mejores individuos 

obtenidos en las simulaciones con fitness según la ec. (57). 
 

Finalmente se hicieron tres simulaciones donde se varió el peso de los términos de la ecuación 
(57) en un 20%, 10% y 70% respectivamente, para una población de 20 individuos, con el 
objeto de que la simulación fuera más rápida y el rango de la salida del controlador se aumentó 
a [-20,40].  Los resultados para diferentes generaciones se pueden observar en la Figura 57, 
donde a medida que se dejaba evolucionar, se observaba una disminución del Mp, y aunque el 
fitness era mayor, el error en estado estacionario aumentó, esto era de esperarse dado que se 
tiene menor peso para el ess (ver tabla 4).  Si se comparan las gráficas presentadas en la Figura 
55 y la Figura 57 puede verse que a pesar de que son simulaciones con diferentes números de 
individuos en la población, al modificar los porcentajes de peso en la función de adaptación se 
mejoran las especificaciones de acuerdo al comportamiento deseado y a la aplicación. 
 
De las simulaciones anteriores se puede concluir que el número de individuos en la población 
está asociado con la diversidad de información debido a que se obtienen convergencias más 
rápidas y mejores resultados en las simulaciones con mayor número de individuos. 
 

 Gráfica de la Evolución del Fitness en función del n
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ura 57. Respuesta de los mejores individuos con variación en la función de adaptación según la ecuación (57). 

 
Fig

3.2

Es
gen
en
co
 

so anterior 
vitando los posibles sobreaprendizajes o sobreentrenamientos. 

3. Proceso de ajuste genético de la BD usada a fin de mejorar la precisión de la BC final. 
 
Este método combina un proceso iterativo y dos procesos genéticos y fue propuesto en [24] 
donde se plantea un mejor funcionamiento que con otros métodos como el de Wang y Mendel 
[15]. 

. Método de diseño tres-etapas de un Sistema Genético-Difuso [24]. 

te método está basado en el grupo 3 de la clasificación mencionada anteriormente, y pretende 
erar automáticamente una BC de un Controlador Difuso cuando un conjunto de 

trenamiento formado por entradas-salidas numéricas sea accesible experimentalmente y 
nsiste en las siguientes tres etapas [25]:  

1. Proceso iterativo e incremental de generación de la BR del controlador difuso deseado.  
2. Proceso de simplificación genética, el cual trata de conseguir una BR capaz de aproximarse 
al comportamiento entrada-salida del sistema real.  Presenta como característica resaltante la 
liminación de algunas reglas innecesarias del conjunto obtenido en el procee

e
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3.3. Sistema Genético-Neuro-Difuso para sintonización automática de Estrategias de 
Control 

Como se vió en el capítulo anterior, los sistemas neurodifusos son empleados como controladores 
en algunas plantas y combinan las capacidades de las redes neuronales artificiales con las regla
lingüísticas de interpretación de los sistemas difusos, y se vio también el empleo del NEFCON y 
su capacidad de aprendizaje y optimización en línea de la base de reglas de un controlador difuso
tipo Mandani con algoritmo de aprendizaje reforzado el cual emplea la medida de un error difuso
Ahora se verá el uso de los Algoritmos Genéticos para optimizar la base de reglas en ejemplos que
muestran el potencial de la aplicación de modelos híbridos en el diseño de Sistemas de Control. 

Como caso de aplicación se propone [26] usar la base de reglas generada por el NEFCON como 
punto de partida, con la descripción clásica del error, y desarrollar su optimización con técnicas
AG.  El AG tendría cromosomas como se muestra en la Figura 58 y están formados por números 
reales (ai, bi, ci) que corresponden a los parámetros de cada función de pertenencia de las 
variables de entrada y salida.  Las funciones de pertenencia son de forma triangular, excepto
aquellas ubicadas en los extremos del universo del discurso que son trapezoidales. 

s 

 
.  
 

 

 

 

 

a1 b1 c1 a2 b2 c2 ... cn

 
Figura 58.  Cromosoma 

Los operadores y parámetros de configuración del AG son los siguientes: 

− Cromosomas de números reales 
− Cruce en un punto con probailidad de 90% 
− Mutación con probabilidad de 0.6% 

 

− Población de 40 individuos 
− Selección por rueda de ruleta 

− 20 generaciones. 
 
La función de adaptación (fitness) de cada individuo es calculada en términos de la diferencia 
entre la salida deseada (setpoint) y la salida obtenida (actual), es decir, el error como se ve en la 
siguiente ecuación: 

( )∑ − ii actualsalidadeseadaida 2  

 
La
59
 

= salFitness
i

(58)  

s respuestas deseadas y obtenidas de un sistema a lazo cerrado típico se muestran en la Figura 
. 
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Figura 59.  Respuestas de un sistema a Lazo Cerrado. 

3.4. AJUSTE DE UN CONTROLA O CON ALGORITMOS DOR NEURODIFUS
GENÉTICOS [27].  

Se presenta un controlador neurodifuso (CND) donde todos sus parámetros pueden ser ajustados 
simultán
funciones de activación del tipo Base Radial (RBF) y funciones de pertenencia Gaussianas.  La 
implementación de los AG incorpora cruces y probabilidad de mutación dinámicos para rápida 
converg

3.4.1. Descripción del CND 

encia  control de cada regla 
 las capas oculta y de salida, y la capa de 

.  La 
estructura RBF implementa las reglas de control según: 

donde wim es la acción de control definida por funciones singleton para la i-ésima regla de la m-
ésima variable de salida.  
 

ea  del controlador está basada en una red neuronal con mente por un AG.  La estructura

encia. 

El uso más frecuente de la red neuronal RBF es para aproximar funciones continuas lineales o 
no lineales y su estructura y detalles están desarrollados por [28] y [29].  La estructura del CND 
multi-entrada y multi-salida se muestra en la Figura 60.  La capa de entrada acepta el vector de 
entrada y la infer  difusa es procesada en la capa oculta.  La acción de
difusa está dada por los pesos interconectantes de
salida implementa la función de normalización para producir las señales de control

 
SI (Xl

i) y ... (Xn
i) y ... (XN

i) ENTONCES (wi1) y ... (wim) ... y (wiM) 
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Pesos wim

Capa de

Capa oculta

x1

x2

xn

Capa de entrada

Figura 60. Arquitectura de un CND basado en una red neuronal RBF 

A fin de visualizar el concepto, se considera un CND implementado bajo
dos variables de entrada denominadas error (e) y derivada del error (de).  Cada una de estas 
variables toma 5 funciones de pertenencia gaussianas con tér
(PG), positivo pequeño (PP), cero (C), negativo pequeño (NP) y negativo grande (NG).  Cada 

 salida

y1

y2

ym

 

 
 esta estructura con 

minos lingüísticos positivo grande 

una de las funciones de pertenencia tiene dos parámetros, el centro y el ancho de la función 
aussiana.  La Figura 61 muestra la matriz base de reglas de unidad básica difusa en la capa 

oculta del controlador, donde cada partición representa una regla de control, de manera que el 
.  La salida 

 el grado de pertenencia o resultado inferido hi de la regla de control 

G

número de nodos oculto es exactamente igual al número de reglas de control difuso
de estas unidades es
particular. 
 
Para caracterizar las funciones de pertenencia de entrada con solo dos parámetros (Cx, Dx) las 
funciones de pertenencia gaussianas pueden escribirse de la siguiente forma (Ec. (59)) 
 

⎟
⎟
⎞

⎜
⎜
⎛ −
−=

2

,exp i
n

i
nx

i D
xC

h  

⎠⎝ ,nx

(59)  
 
para todo i = 1 hasta T, donde T en el número total de reglas difusas, C y D denotan el centro 
y el ancho de la n-ésima variable de entrada asignada a la i-ésima regla.   representa el 
operador norma presentada como Euclideana, o Hamming, o Máxima, etc.  Los pesos son 
promediados para obtener la acción de control de cada variable de salida.  Esto es, la m-ésima 

lida del controlador y  puede calcularse normalizando los pesos según la ecuación (60). 
 
sa m

∑
=

== T

i
i

p

i
m

h
y

1

1  

(60)  
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e  e
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Regla: Si e es MP y    e es P 

N

C

P

MP

MN Función RBF en la capa 
oculta

 
Figura 61. Funciones en la capa oculta 

 
La Figura 62 muestra en forma gráfica el resultado, que puede ser visto como el método de 
desdifuzzificación del centro de gravedad modificado.  El algoritmo puede entenderse como el 
esquema de decisión de máxima pertenencia donde el centro global es calculado por el centro 
de gravedad del algoritmo. 
 
La salida del controlador ym es un valor nítido y el AG es implementado para optimizar el 
ajuste de todos los parámetros del CND. 
 

1

hi 

0

Grado de pert de la reglaenencia del antecedente 

Señal de control y  
 

Figura 62. Cálculo de la salida del CND 
 

m

Wim, pesos del m-ésimo nodo de salida
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3.4.2. Ajuste de los Parámetros del CND 

Como ejemplo de esta aplicación veremos un CND como el mostrado en la Figura 60 con
siguiente configuración: dos entradas (X1, X2) y una salida (y), la cual es la variable controlada. 
Cada función de pertenencia tiene centro Ci

x1 (Cl
x2) y ancho Di

x1 (Dl
x2) para las entradas X1 y X

respectivamente.  Cada una de las variables de entrada es cuantificada en 5 funciones de 
pertenencia teniéndose como resultado 20 parámetros a ajustar.  Como se observó en las 
aplicaciones anteriores, aumentar el número de funciones de pertenencia por variable no arroja
mejores resultados, solo complica el cálculo del AG, por otro lado disminuir el número de 
funciones de pertenencia reduce la precisión en los resultados.  Con este número de funcione
de pertenencia establecido para cada variable de entrada se tiene un total de 25 (5x5) unidades 
difusas radiales para la capa oculta y se necesitan 25 pesos (wil) para la interconexión de los 
nodos ocultos con el nodo de salida wil = {w11, w12, ... , w15, w21, w22, ... , w54, w55}. Así se 
tiene un total de 45 parámetros a ajustar (5 funciones de pertenencia x 2 parámetros x 2 variables + 25 peso
obsérvese que son menos parámetros que para un controlador difuso convencional tipo 
Takagi-Sugeno configurado de la misma forma.  
 

 la 
 

2 

 

s 

s), 

El cromosoma tendrá una rse por el método “Mappi g 
inear” [27][20][21] según la siguiente expresión (Ec. (61)): 

longitud finita que puede calcula n
L
 

)12(
)( minmax

min −

⋅−
+= N

qqq
qq

AGG
Gg  

(61)  

rámetro, Aq es el entero representado por una cadena 
e N bits y Gqmin y Gqmax son los límites inferior y superior respectivamente definidos para el 

 

 

3.4.3. Optimización con AG 

Considérese el diagrama de donde se inicializa el proceso 
on una población aleatoria o suministrada parcialmente por el usuario (con el objeto de 

acelerar el proceso).  Cada cromosoma es evaluado y asociado a un fitness para luego seguir 
con el proceso de reproducción para crear la nueva generación usando el esquema de selección 

 
donde gq es el valor actual del q-ésimo pa
d
gen.  Cada parámetro está codificado por cadenas de 8 bits, resultando en un cromosoma de 
longitud total 360 bits, como se muestra en la Figura 63. 

Figura 63. Descripción del Cromosoma 

1 2 …….. 10 11 12 …….. 20 21 22 …………... 44

Sub-Cromosoma de X1 Sub-Cromosoma de X2 Sub-Cromosoma de Pesos

.........( Ci
X1, Di

X1,)…...... .........( Cl
X2, Dl

X2,)…...... W11 W12 Wil W55… …

Genes

Cromosoma

Parámetros

 bloques mostrado en la Figura 64 
c
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de Rueda de Ruleta.  Una vez constituido el grupo de “padres” se lleva a cabo la operación de 
Cruce y Mutación, para nuevamente ser evaluados. 
 

Población 
predefinida 

por el usuario

POBLACIÓN 
INICIAL

Población 
Aleatoria

CND-
RBF PLANTA

e

∆e

Evaluación del desempeño

¿Desempeño 
deseado?

Guardar la 
información

Si

Reproducción

CruceMutación

No

 
Figura 64.  Diagrama de Bloques del proceso de optimización con AG. 

n ajuste propuesto para esta aplicación involucra 200 individuos (cromosomas) generados 

 

(62)  

donde F es la función objetivo, g es la constante que afecta la curva de funcionamiento, A es 
cogida apropiadamente de manera que f no se haga muy pequeño si 

 
El funcionamiento del controlador es calculado por medio de una función de costo que será 
minimizada por el AG. 
 
U
inicialmente en forma aleatoria, también se emplea elitismo en el esquema de selección, es 
decir, se copia directamente en la nueva generación los individuos con mejor fitness 
(aproximadamente el 10% de la población), esto ayuda a prevenir una convergencia prematura. 
Se aplicará cruce multipunto (en 2 puntos).  La función objetivo o índice de funcionamiento 
del proceso está relacionada con el fitness de acuerdo a la relación mostrada en la Ec. (62)  
 

gFAffitness )1/( +==  

 

una constante positiva y es
F es muy grande. 
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Algunas funciones objetivo se muestran a continuación: 

3)  

4)  

5)  
 

 

3.4.4.

maron 
lección por r .  La función de 

 

∑∑
= =

=
L

i

N

k

i

kkeF
1 1

42 )).((  

(6

∑ ∑
= =

⎥
⎦

⎤
⎢
⎣

⎡
=

L

i

N

k
i

i

kkesF
1 1

42 }).({  

(6

[ ][ ]( )∑ ∑
= =

⎥
⎦

⎤
⎢
⎣

⎡
++=

L

i

N

k
x

i

kkekeF
1 1

22 .1)(.1)( θ  

(6

donde e(k) es el error del sistema en el instante de muestreo k, y es tomado como la diferencia 
entre el setpoint o señal de referencia y la respuesta del sistema actual. 

 Aplicación y Resultados: 

Este tipo de CND se aplicó a la planta descrita en el capítulo anterior y cuya función de 
transferencia es la expresada por la ecuación (41).  Se tomaron dos entradas, error y su 
derivada, y 5 funciones de pertenencia para cada una.  Como operadores genéticos se to
se ueda de ruleta con elitismo, cruce sencillo y mutación al 5%
fitness está definida por 
 

sspii utuuu
fitness

ˆ1)(ˆ11)ˆ(1 2 +−+−+ ∑
 

(66) 
 
La Figura 65 muestra las primeras 5 generaciones de individuos solución con mejor fitness y el 
valor numérico en la leyenda indica el error cuadrático medio de la respuesta obtenida., 

bsérvese que la respuesta obtenida en la segunda generación, a pesar de tener MSE me

5.01.04.0
++=

nor 
ue la primera, su valor final tiende a ado pero en valor absoluto.  La 

Figura 66 muestra la respuesta del sistema con s evolucionados y a pesar de que 
se incrementa el número de oscilaciones, se tiene menor MSE. 

o
q  un valor similar al dese

individuos ma
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s mejores individuos solución obtenidos en las primeras generaciones. Figura 65. Respuesta escalón de lo

 

 
Figura 66. Respuesta escalón de individuos solución más evolucionados. 
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La Figura 67 (a) y (b) muestra las funciones de pertenencia finales de la entrada error y la 
derivada del error respectivamente. 
 

 
(a) entrada 1 

 

(b) entrada 2. 
 

Figura 67. Funciones de pertenencia de las entradas 1 y 2 respectiva
men
 

te. 
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Se toma como variante una red neuronal con: 
- 5 funciones de pertenencia por cada entrada 
- 9 neuronas en la capa de salida 

encia que son el 

 

- 
-  la población 

- 
- 

 

- 25 neuronas en la capa 4 que representan las reglas 
- Población inicial constituida por 2 parámetros por cada función de perten
centro y el ancho de la función campana (10 por cada entrada y 18 por la salida). 

Se tienen diferentes simulaciones, con variaciones de: 
La función de fitness y con ajuste netamente genético 
El método de selección es de tipo torneo, es decir, todos los individuos de
tienen la misma probabilidad de ser seleccionados. 
Probabilidad de mutación de 8% 
Criterio de parada: fitness mínimo de 0.604 y 0.207 para las funciones de fitness que están 
dadas por la ecuación (66) y por la siguiente ecuación, respectivamente. 

∑ −+
= 2)ˆ(1

10

ii uu
fitness  

La Tabla 5 muestra un resumen de los resultados obtenidos en las simulaciones.  En el anexo
C se muestra la codificación realizada para el AG. 

(67) 
 

 

 
Tabla 5: Resumen de los resul dos en las simulaciones. 

D 
tados obteni

Experiencia A B C 
Tamaño de la 

Población [Nº Ind.] 20 20 10 10 

Probabilidad de 
Mutación 8% 8% 8% 8% 

Nº de 
Generaciones 3 16 21 4 

MSE 67.57 57.08 46.70 44.43 
Valor de Fitness .220 0.605 0.605 0.209 

Tiempo de 
Procesamiento 3 min 34 s 13 min 36 s 10 min 33 s 2 min 42 s 

Expresión de 
fitness usada (66) (67) 

Figuras Figura 74 y 
Figura 75 

Figura 68 y 
Figura 69 

Figura 70 y 
Figura 71 

Figura 72 y 
Figura 73 

 

compara el r ión (G=1 en la leyenda) con el resultado 
obtenido al alcanzar el límite impuesto de fitn s = 0.604 (G=6).  Puede verse un MSE elevado 
debido a que se tiene un tiempo de alza considerable (aproximadamente 2 seg), lo que implica 

En la Figura 68 se observa la respuesta del sistema ante una entrada escalón unitario y se 
esultado obtenido en la primera generac

es
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un área a minimizar mayor, sin embargo el ess es bastante pequeño.  La Figura 69 a y b muestra 
las funciones de pertenencia de las entradas luego del proceso de ajuste, y obsérvese la 
dominancia de la función FP1 de la entrada 1 sobre el universo del discurso, así como también 
la poca relevancia que pudiera tener la FP4 de la entrada 2. 
 

 
Figura espuesta escalón enida en la Experiencia A. 68. R  obt

 

 
a)                         

Figura 69. Funciones de pertenencia de las entradas para las experiencia A. 
 
La
se 
tie
co

 Entrada 1                                
 

 b) Entrada 2. 

 Figura 70 muestra el resultado obtenido cuando se varió el número de individuos a 10, lo que 
traduce en un mayor número de generaciones para obtener un fitness similar, a pesar de que se 
ne menor área que en el caso con 20 individuos, se tiene mayor ess , aunque no es un valor 
nsiderado por lo que se observa en la figura 70. 
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 10 individuos y fitness 

 

Figura 70. Respuesta escalón obtenida en la Experiencia B 
 

La Figura 71 muestra las funciones de pertenencia de la experiencia con
evaluado según la expresión (66). 

  
a) Entrada 1                                                 b) Entrada 2 

 
Figura cia B. 

 
La Figura 72 entrada escalón 

71. Funciones de pertenencia de las entradas para las experien

 muestra una comparación de las respuestas obtenidas ante una 
con poblaciones de 10 individuos pero con diferente función de adaptación según las 
ecuaciones (66) y (67).  La diferencia de áreas minimizadas se observa en la tabla 5 
comparándose los valores de MSE, que es menor en el caso del uso de la función de 
adaptación dada por (67), así como también el tiempo de simulación es menor.  Esto era de 
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esperarse ya que se requiere de mayor cálculo en la evaluación del fitness de la ecuación
Este resultado es cónsono con lo obtenido en las simulaciones con población de 20 individuos. 

 (66).  

 
Figura 72. Respuesta escalón obtenida en la Experiencia C. 

 

fitness evaluado según la expresión (67). 
La Figura 73 muestra las funciones de pertenencia de la experiencia C con 10 individuos y 

 

  
a) Entrada 1                                               b) Entrada 2 

 
La
ind
sis

Figura 73. Funciones de pertenencia de las entradas para las experiencia C. 

 Figura 74 muestra una comparación entre las respuestas obtenidas con poblaciones de 20 
ividuos y diferentes funciones de adaptación.  Al igual que lo observado en la Figura 72, el 

tema que responde más rápido es el de fitness (67), así como también tiene menor MSE, y 
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me
pa
 

nor tiempo de simulación.  La Figura 75 muestra las funciones de pertenencia de las entradas 
ra esta experiencia. 

 
Figura 74. Respuesta escalón obtenida en la Experiencia D. 

 

  
a) entrada 1                                              b) entrada 2 

 
Figura 75. Funciones de pertenencia de las entradas para las experiencia D. 

 
La Figura 76 muestra la respuesta escalón de cada simulación en forma comparativa, y puede 
decirse que los sistemas con la misma función de adaptación responden en forma similar, en 
cuanto a su valor máximo y tiempo de alza, en general, los resultados son satisfactorios. 
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Figura 76. Comparación entre las respuestas obtenidas en las simulaciones A, B, C y D. 

 

3.5

Consiste de un modelo rado en la Figura 34 y 

salida.  La primera capa tiene dos nodos que 
entradas a la segunda capa, la capa de salida tiene un solo nodo y las capas 2 y 4 s
términos” que actúan como funciones de pertenencia p  
difusas.  Se usas funciones campana donde el 
ajustados en el proceso de aprendizaje.  Las vari
tales como positivo grande (PG), positivo  
negativo pequeño (NP), negativo mediano (NM) y 
orden descendente.  Cada nodo en la capa 3 es n .  
Este modelo se explicó en el capítulo anterior. 
 

3.5.1. Algoritmo de apre

Farag y Quin e subdividen la 
onstrucción del modelo en subtareas tales como ubicación inicial de las funciones de 

. TOPOLOGÍA DE UN MODELO NEURO DIFUSO (MND) [30] 

 de red neuronal-difusa multicapa es similar al most
fue propuesto por Lin y Lee en [31].  El sistema tiene un total de 5 capas, dos entradas y una 

directamente transmiten la información de las 
on “nodos 

ara expresar las variables lingüísticas
valor medio y la variancia son los parámetros 

ables de entrada consisten en términos lingüísticos 
mediano (PM), positivo pequeño (PP), cero (C),

negativo grande (NG), que son numerados en 
odo de regla y representa una regla de control

ndizaje híbrido propuesto. 

tana [30] proponen un esquema de aprendizaje de tres fases dond
c
pertenencia, definición de las reglas si-entonces, y ajuste de las funciones de pertenencia.  En 
las dos primeras tareas se usan algoritmos de aprendizaje no supervisado y en la tercera 
subtarea se usa un esquema de aprendizaje supervisado. 
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A. 
 

 
B. 
 

 
Paso  este 

regla (
n3). 
 
Paso

  

        ⎪⎧ +
=

OconjuntodelelementomáximoelesOsiOM
M kkjkiij

443

 

x.  
end 

 

Primera Fase de Aprendizaje. 

Se calculan los centros y anchos iniciales de las funciones de pertenencia tanto de la entrada 
como de la salida por técnicas de Mapas Autoorganizados de Kohonen o SOM (ver sección 
1.6.2.4) [18].  

Segunda Fase de Aprendizaje. 

Una vez encontrados los centros y anchos de las funciones de pertenencia, para obtener la 
correcta consecuencia de los nodos reglas se debe encontrar las n1 x n2 reglas.  El algoritmo 
propuesto por Quintana y Farag llamado por ellos algoritmo de factor de acoplamiento 
máximo (por sus siglas en inglés Maximum Matching Factor Algorithm, MMFA) es descrito a 
continuación:  

 1: Para cada nodo regla de la tercera capa se crean n3 factores de acoplamiento.  En
caso se tienen n1 x n2 x n3 factores de acoplamiento Mij, donde i representa el índice del nodo 

i = 1, 2, ..., n1 x n2) y j representa el índice de la variable lingüística de salida (j = 1, 2, ..., 

 2: Los Mij son calculados de acuerdo al siguiente seudo código: 
For i = 1 to n1 x n2 
       For j = 1 to n3 

For k = 1 to N (No. de muestras de entrenamiento disponibles) 

⎪⎩
⎨ casootrocualquierenMij

ij

  end 
       end 
 end 
 

Paso 3: Después de calcular todos los M las consecuencias de las reglas pueden ser 
determinadas según el siguiente seudo código: 

For i = 1 to n1 x n2 
      Encontrar el factor máximo de acoplamiento Mmax  
      del conjunto Mi ([Mij; j=1, 2, ..., n3]). 
      Encontrar el índice jmax del nodo termino correspondiente del Mmax .  
      Borrar todas los enlaces con la capa cuatro del i-ésimo nodo regla excepto el que está 
      conectado con el nodo término de índice jma

 
Paso 4: Del anterior algoritmo, solo un término en las variables de salida lingüísticas puede 
llegar a ser la consecuencia de cierta regla difusa.  Si todos los factores de acoplamiento de un 
nodo regla son muy pequeños (significando que esta regla tiene poco o ningún efecto sobre la 
salida), entonces todos los correspondientes enlaces son eliminados y así también el nodo 
regla.  
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C. Tercera Fase de Aprendizaje. 
 
Después de encontrarse las reglas, se inicia la tercera fase de aprendizaje a fin de ajustar los 
parámetros de las funciones de pertenencia de forma óptima, es decir, se trata de encontrar la 
solución óptima de una familia de soluciones de acuerdo a un criterio de optimización.  La 

ptimización en las últimas tres décadas ha sido enfocada en métodos para obtener la mejor 
putacional.  Farag y Quintana proponen una mejora para el 

so de los algoritmos genéticos para optimización de los parámetros de las funciones de 

l AG necesita valores para definir el tamaño de la población, máximo número de 

a a la siguiente generación, su ventaja es que necesita menos esfuerzo computacional y no 
ecesita un proceso de escalamiento u ordenamientos como en el método de rueda de ruleta.  

 no son críticas en el 
funcionamiento del AG; virtualmente cualquier esquema de reproducción que guíe a la 
población hacia la convergencia es bien aceptado. 
 
El MRD-GA usa caden
esta d son consideradas más representativas que las cadenas binarias ya que sigue el uso 
de cadenas más compactas.  El número de “alelos” (valores individuales que constituyen la 
cadena), es determinado del número total de conjuntos difusos usados para particionar los 
espa alida.  Para el modelo presentado se tiene (n1+n2+n3=n4) 
funciones de pertenencia, cada campana es definida por dos parámetros (el centro m y el ancho 
σ).  Para optimizar las funciones se necesitan optimizar (n4 x 2) parámetros, es decir, el AG 

to [1, 2, .., 
 nuevo centro o ancho de cierta función de 

pertenencia se usa el procedimiento siguiente: 
 
Pas el controlador difuso son introducidos al programa 
del A
 
Pas s del valor del alelo inicial según 
 

o
solución por unidad de costo com
u
pertenencia.  El principal atributo de la propuesta es que la configuración del modelo difuso se 
adapta dinámicamente mientras el proceso de optimización está corriendo.  En concordancia, 
el AG dinámico multiresolución (MRD-GA) cambia su espacio de búsqueda con el cambio del 
problema de configuración y con el avance de las generaciones.  
 
E
generaciones, probabilidad de cruce y probabilidad de mutación.  A fin de seleccionar lo 
individuos de la siguiente generación se usa el método de torneo, donde se selecciona 
aleatoriamente dos miembros y se comparan sus fitness, el que resulte con mayor fitness 
avanz
n
Sin embargo, las particularidades del esquema de reproducción

as de enteros decimales para codificar los modelos de los parámetros, 
s ca enas 

cios de las variables de entrada-s

usa cadenas de (n4 x 2) alelos, y cada uno toma cualquier valor decimal en el conjun
9].  Para convertir el valor del alelo en un

o 1: El valor inicial del centro y ancho d
G, por ejemplo (m  | i=1, 2, …, n4) y (σ  | i=1, 2, …, n4). io io

o 2: El nuevo centro y ancho son calculado

σδσσ
δ
*)5(

)5(

4 −+=
∗−+=

+niioi

miioi

s
smm

 

(68)  
 
donde mi y σi son el nuevo centro y ancho respectivamente, si es el valor del i-ésimo alelo en la 
adena y δm y δσ  los umbrales de los centros y anchos respectivamente.  Se recomienda c
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escoger esos valores muy pequeños (alrededor de 0.001) para asegurar una convergencia mas 
stable del MRD-GA. e

 
Paso 3: Si el valor del alelo de cualquier centro o ancho es igual a cinco, no ocurrirá ningún 
cambio, si es mayor que cinco entonces se tendrán cambios positivos y si es menor entonces se 
tendrán cambios negativos.  El MRD-GA usa el error cuadrático medio (MSE) como función 
de adaptación, por cada cromosoma se considera como fitness su el inverso del MSE y éste se 
calcula de la siguiente forma para N datos, con ui el valor actual y ûi el valor deseado: 
 

∑
=

(69)  

−=
N

i
ii uu

N
MSE

1

2)ˆ(1
. 

 
Cada τ generaciones los umbrales decrecen de acuerdo a las siguientes funciones de 
decaimiento: 
 

10
10

<<×=
<<×=

σσσσ θθδδ
θθδδ mmmm  

(70)  
 
onde θd m y θσ  son los factores de modificación de los centros y los anchos respectivamente, 

las funciones de decaimiento pueden tener cualquier forma, tal como un decaimiento 
exponencial.  La condición terminal usual del AG es conseguir un máximo de generaciones o 
cierto valor de MSE requerido. 
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Los sistemas Neurodifusos incorporan el conocimiento de los sistema difusos y la capacidad 
de adaptación de los sistemas neuronales para ajustar parámetros que determinan el 
comportamiento de un sistema de acuerdo a los cambios que se den en el medio de trabajo, lo que 
los hacen sistemas adecuados para resolver problemas de clasificación de datos, de inferencia, 
detección de fallas o en áreas donde los sistemas difusos o neuronales no han tenido éxito por sí 
solos. 

 
No puede definirse un método general de diseño de controladores neurodifusos debido a la 

gran cantidad de estructuras que pueden conformarse y a que dependen del área de aplicación. 
Con respecto a las distintas topologías estudiadas en este desarrollo pudiera indicarse el método 
de diseño, mas no así cómo quedará compuesta la arquitectura final.  Lo que si puede concluirse 
es que cualquiera de las topologías empleadas son exitosas una vez encontrado el ajuste adecuado 
de la misma. 

 
En el desarrollo de este trabajo se observó que los sistemas neurodifusos tienen la capacidad 

de modificar las funciones de pertenencia y polinomios de primer orden, por lo que pueden ser 
utilizados como aproximadores de funciones no lineales, como los ANFIS aplicados en circuitería 
analógica.  También  pueden ser empleados en al área de Control como modelos identificadores y 
como controladores, con resultados bastantes satisfactorios en comparación con las técnicas de la 
teoría de control clásico como los modelos ARX y los controladores PID, lo que nos sirve como 
una herramienta adicional en las áreas mencionadas.  

 
Se presentaron los controladores neurodifusos NEFCON y SONFIN, como otras 

herramientas para ser empleadas en sistemas de control con resultados igualmente satisfactorios 
que el ANFIS.  

 
Las simulaciones presentadas permitieron observar, que todos los componentes de los sistemas 

neuronales, difusos o neurodifusos, incluyendo los parámetros de las funciones de pertenencia y 
hasta el tipo de función de activación, pueden ser optimizados con mecanismos evolutivos. De 
ahí nacen los sistemas Geneticodifusos que incorporan el desarrollo de la codificación genética 
como característica que representa la adaptabilidad al medio.  De estos sistemas puede concluirse 
que, al igual que los sistemas neurodifusos, es necesario predefinir la arquitectura a emplearse para 
luego definir el AG y sus operadores genéticos.  Se observó que los AGs como algoritmos de 
optimización ofrecen una estrategia adicional en la optimización de las Bases de Reglas y las Bases 
de Conocimientos, así como también  del número de conexiones (pesos) entre los nodos de una 
red neuronal, lo que permite disminuir costos computacionales, limitantes del entrenamiento de 
las redes neuronales. 

 
Por otro lado, con respecto a los resultados obtenidos en cuanto al ajuste de los parámetros de

los sistemas difusos o neuronales con la aplicación de los Algoritmos Genéticos, sobre todo las
formas de las funciones de pertenencia obtenidas, se concluye que por increíble que pueda
parecer, la evolución artificial funciona. 

 
También pudo observarse de los resultados obtenidos, 

características que se desea de los sistemas de control act
situaciones inesperadas.  Ciertamente bajo ciertas pautas c
activación, número de capas, nodos y data de entrenamiento en las redes neuronales; forma y 

 
 
 

que realmente se cumple con una de las 
ual, la de aprendizaje y adaptación ante 
omo, estructura escogida, funciones de 
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nú

ación entre la lógica difusa, las redes neuronales y los algoritmos genéticos, y puede 
emplearse como una guía inicial en el desarrollo de controladores neurodifusos y geneticodifusos 
ya 

mero de las funciones de pertenencia, el universo de discurso de las variables en los sistemas 
difusos; funciones de adaptación y operadores en los algoritmos genéticos,  entre otros factores.  

 
Finalmente hay que destacar que se cumplieron con los objetivos planteados para el desarrollo 

de este trabajo y se logra la publicación de un documento que, compila algunas generalidades de la 
hibridiz

que incluye de forma concreta los conceptos básicos, algunos métodos comúnmente 
empleados y codificación básica de rutinas computacionales. 
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A. EJEMPLO DE APLICACIÓN DE UN CONTROLADOR TIPO MANDANI 

onde más ha tenido éxito la lógica difusa es en el modelado de controladores a partir de la 
información dada por los expertos.  Considérese un controlador difuso tipo Mandani [7], cuyo 
comportamiento es análogo a un controlador PI clásico, con variables de entrada el error en el 
instante de tiempo k (e(k)) y el cambio del error entre dos instantes de tiempo k y k-1 (∆e(k)=e(k)-
e(k-1)).  La variable de salida es el cambio del control en el instante de tiempo k (∆u(k) = u(k)-u(k-
1)).  Las variables difusas e(k), ∆e(k) y ∆u(k) tienen asociadas tres valores difusos con las etiquetas 
Negativo (N), Cero (C) y Positivo (P).  Las funciones de pertenencia que definen a estos 
conjuntos difusos se muestran en la Figura 77. 

D

 

 
Figura 77. Funciones de Pertenencias de los conjuntos difusos e(k), ∆e(k) y ∆u(k) 

on el fin de aplicar posteriormente el mecanismo de desdifusificación discreta propuesto 
en la ecuación (14), se hace una discretización equidistante del universo de discurso de la variable 
∆u(k), mostrada a continuación:  

∆u(k) = [-6, -4.5, -3, -1.5, 0, 1.5, 3, 4.5, 6] 
e lo anterior se tiene que las funciones de pertenencia discretas para la variable de salida 

serán:
µN(∆u(k)) = [1, 1, 1, 0.5, 0, 0, 0, 0, 0] 

µC(∆u(k)) = [0, 0, 0, 0.5, 1, 0.5, 0, 0, 0] 
µP(∆u(k)) = [0, 0, 0, 0, 0, 0.5, 1, 1, 1] 

 
La base de reglas del modelo difuso se muestra en la tabla 6, recorriendo la tabla de izquierda a

derecha y de arriba hacia abajo. La salida se obtiene a partir de un par de val
aplicando el mecanismo de inferencia difusa con difusificación-desdifusificació

 

 
C

D
 

 
ores (e(k) y ∆e(k)) y 
n. 
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Tabla 6: Base de Reglas del Modelo Difuso. 
 

e(k) / ∆e(k), 
∆u(k) 

Negativo Cero Positivo 

Negativo Negativo Negativo Cero 
Cero Negativo Cero Positivo 

Positivo Cero Positivo Positivo 
 

Si e(k) =-2.1 y ∆e(k) =0.5, el peso de cada regla (como se vio en la sección 1.6.1.3.1) es: 
τ1 = 0, τ2 = 0, τ3 = 1, τ4 = 0, τ5 = 0, τ6 = 0, τ7 = 0, τ8 = 0, τ9 = 0.  Observar que la única regla 

e 

e 

activa es la 3.  El conjunto de salida difuso inferido por cada regla es el siguiente paso.  El grado 
de pertenencia de cada conjunto difuso es: 

1. µF1(∆u(k)) = [0, 0, 0, 0, 0, 0, 0, 0, 0] 
2. µF2(∆u(k)) = [0, 0, 0, 0, 0, 0, 0, 0, 0] 
3. µF3(∆u(k)) = [0, 0, 0, 0.5, 1, 0.5, 0, 0, 0] 
4. µF4(∆u(k)) = [0, 0, 0, 0, 0, 0, 0, 0, 0] 
5. µF5(∆u(k)) = [0, 0, 0, 0, 0, 0, 0, 0, 0] 
6. µF6(∆u(k)) = [0, 0, 0, 0, 0, 0, 0, 0, 0] 
7. µF7(∆u(k)) = [0, 0, 0, 0, 0, 0, 0, 0, 0] 
8. µF8(∆u(k)) = [0, 0, 0, 0, 0, 0, 0, 0, 0] 
9. µF9(∆u(k)) = [0, 0, 0, 0, 0, 0, 0, 0, 0] 
 

de lo anterior se observa que efectivamente la regla 3 es la única que genera un conjunto difuso d
salida.  Por último se obtiene la unión de todos los conjuntos de salida.  Como F3 es el único 
conjunto no nulo, entonces F = F3.  El valor nítido (puntual) de ∆u(k), por el método d
desdifusificación del Centroide, tomando α = 1 en la ec (14), se calcula según: 

0
5.015.0

)5.1(*5.0)0(1)5.1(*5.0)*( =
++

++−
=∆ ku  

 

n ∆u(k) es nula. 
 

 que en este caso se activan las reglas 2, 3, 5 y 6, en consecuencia se tendrán cuatro 
conjuntos difusos de salida infe a unión genera un único 
conjunto difuso de salida cuyo v  a través del método del 
centroide es ∆u(k)* = -1.2348. 

Este valor significa que el par de valores dado para e(k) y ∆e(k) no debe modificar el valor del 
control u(k) puesto que la variació

Aplicando el mismo procedimiento para el par de valores e(k) = -0.9 y ∆e(k) = 0.2, se 
verifica

ridos por cada una de estas reglas, l
alor nítido más representativo obtenido
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B. IMPLEMENTACIÓN DE UN SISTEMA NEFCON 

A continuación se mu e i el sis Para  de un ambiente de 
aprendizaje se deben seguir los siguientes pasos con el MATLAB/SIMULINK: 

− Copiar el b IMU FC ' (ve  o cualquier ejemplo 
del respectivo orio) en  a sim

− Pulsar dos el botó cho d sobr loque para iniciar la 
interface gráfica del 'NEFCON'. 

lación conecte bloques To Workspace y rellene 

 
El sistema NEFCON como software tiene una ventana principal de configuración y ejecución del 
algoritmo de aprendizaje (Figura 78).  Dicha ventana puede abrirse con el comando nefgui.m, y 
sus co

 de Aprendizaje) 

estra como s mplementa tema.  la creación

loque de S LINK 'NE ON System a nb.m
 direct  su modelo ular. 

veces con n dere el ‘raton’ e dicho b

− Presionar el botón Crear para iniciar la interface gráfica 'Create Settings'. 
− Seleccionar el Generador de Señales que desea emplear y NEFCON Learning System.  
− Colocar el número correcto de entradas. 
− Presionar el botón Create. 
− Si desea salvar los resultados de la simu

los vectores nef_u y nef_y (vea ejemplo a continuación). 
− Ajustar ganancias y universos de discurso en 'Input Preprocessing'. 
− En 'NEFCON Control' introducir el tiempo de simulación y el paso. 
− Presionar el botón Start. 

mponentes básicos son: 
• Learning Algorithm (Algoritmo
• Error Definition (Definición del Error) 
• Input Preprocessing (Preprocesamiento de la Entrada) 
• Fuzzy Controller (Controlador Difuso) 
• Create, Reset, Simulate. 

 

 
 

Figura 78. Ventana del Controlador NEFCON. 
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B.1. Algoritmo de Aprendizaje 

El algoritmo de aprendizaje está dividido en dos partes tales como Regla de Aprendizaje (Rule 

B.1.1

S ie

y salidas serán inicializados con funciones de 
tribuidos.  El tipo y número de la funciones de pertenencia 

roceso serán añadidas.  Si la 
bre en el campo 

1

e el nombre de una matriz 
f iente.  

B.1.1.4. 

El nombre d ta inicial pero 

B.1.2. 

% 
de ruido durante el proceso de  reglas 

 

B.1.3. 

Si se está usando el algoritmo “bottom-up learning” puede escogerse la tasa de aprendizaje 
entre 0.5 y 2.  Si se us lativo de un intervalo [-d,d] 

Learning) y Optimización (Optimization) como se muestra en la Figura 79. 
 

. Opciones de las Reglas de Aprendizaje 

e t nen cuatro opciones para el algoritmo de aprendizaje: 

B.1.1.1. Bottom-Up Learning, Algoritmo Ascendente 

Los conjuntos difusos para las entradas 
pertenencia igualmente dis
iniciales puede ser seleccionado entre funciones trapezoidales, triangulares y 
gaussianas.  La base de reglas está vacía y durante el p
matriz difusa es definida previamente debe colocarse su nom
correspondiente y ésta matriz será usada como matriz inicial. 

B.1.1.2. NEFCON 

Difiere del anterior en que se tiene un conjunto completo de reglas antes del proceso 
de aprendizaje.  Durante el proceso se borran las reglas no usadas.  

B. .1.3. Disabled - Initial Fismatrix 

Se deshabilita la regla de aprendizaje pero debe colocars
di usa inicial válida en el campo correspond

Disabled - Current Fismatrix 

e la matriz difusa colocado en el campo será usado como da
la regla de aprendizaje es deshabilitada.  

Generate Noise (Generación de ruido):  

Si se usan generadores de señales NEFCON esta opción habilita la generación de un 40
aprendizaje, esto reforzará el ajuste óptimo de las

(generación de conexiones neuronales) y cubrirá estados del sistema.  Se usará una variable 
global booleana NEFCON_NOISE para activar la generación de ruido y puede usarse en 
herramientas de generación de ruido propias. 

Learning Rate (Tasa de aprendizaje):  

a “NEFCON” la tasa define el tamaño re

 



Anexo B. 105 

pa reglas que producen un error en este rango no son borradas 
durante la fase 1.  Normalmente este valor está entre 0.05 y 0.3. 

B.1.4. Delete rules used less than ... percent (Borrar reglas que son usadas menos del … %): 

te e son usadas menos del X %  
 

ra la señal de error.  Las 

 

Duran la fase 2 se borran las reglas qu

 
 

ritmo de Aprendizaje 

esta 
opción se usa cuando se trabaja con el algoritmo “bottom-up-learning”. 

B.2. 

El err
sistem

Figura 79. Algo

B.1.5. Opciones de Optimización 

Se tienen tres algoritmos de modificación que son NEFCON I, NEFCON II y 
DISABLE en el cual se deshabilitada la optimización.  Además se pueden añadir reglas 
durante la optimización habilitando la opción Add Rules during Optimization, 

Definición del Error 

or difuso puede ser definido usando: una matriz difusa, si desea definir el error con un 
a de inferencia difuso; la entrada 1, para definir el error que usualmente es la diferencia 
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entre 
siguie t, bounds).  La entrada será el 
vector de señales de entrada y si usa el generador de señales acotado, bounds será el vector de 
límites de la señal original.  La función retornara una señal entre [-1,1].  Se incluye una función de 
ejemp ser orrespondiente y 
puede ser editado presionando el botón “
Tamb CON para calcular el 
error. 
 

el valor deseado y la salida actual; o una función de MATLAB, función “.m” con los 
ntes parámetros para definir el error: function ferr = FNAME(inpu

lo “sy r.m”.  El nombre de la fuente puede ser escrito en el campo c
Edit Err” (Figura 80).  

ién pueden usarse los límites del generador de señales acotado NEF

 
 

Figura 80. Definición del Error 
 

Preprocesamiento de la Entrada 

e usarse la diferencia entre el valor óptimo y la respuesta actual como
entrada, o lo que comúnmente se define como señal de error.  En la mayoría de los casos se usa la
derivada de esta señal debido a que el controlador solo usa información estática y además ésta
proporciona un estimado de la dirección de cambio.  En la Figura 81 se observa la interface de 
definición de las entradas. 

 

B.3. 

Siempre deb  señal de 
 
 

 

 
 

Figura 81. Preprocesamiento de la Entrada 
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B.4. Generador Acotado de Señales NEFCON.  

Se recomienda su uso cuando se quiere configurar manualmente con el ratón las señales de entrada 
o de error para el algoritmo de aprendizaje.  (Figura 82) 

 

 
 

dor Acotado de Señales NEFCON 
 

Figura 82. Ventana del genera

B.5. Generador de Señales NEFCON.  

Bloque de Simulink que contiene un generador de señales y otros componentes como generación 
de ruido.(Figura 83) 

 

 
 

Figura 83. Bloque Simulink Generador de Señales NEFCON. 

 



Anexo C. 108 

C. ALGORITMO GENÉTICO EMPLEADO EN LA SIMULACIÓN DE UN 
NEUROCONTROLADOR RBF. 

C.1. Programa Principal 

 
T1=clock   
inipo   
orde3   
epoch=0; 
y(numind) 

while (y(numind)<fit
  
   sele3 
   digitales3 
   cruce3 
   muta3 
  

   cromo(:,11:20)=(cromo5(:,
  romo(:,21:38)=
   wf(:,:,:)=(wf5(:,:,:)/255)*2+(-1); 
   anf(:,:)=(anf5(:,:)/255)*10; 
   
   for i=1:npf1 

           ced(:,j)=ce(:,i); 
           j=j+1; 
       end 
   end 
   j=1; 
   for i=1:npf2 
       if mod(i,2)==1 
           cdc(:,j)=cd(:,i); 
       else 
           cdd(:,j)=cd(:,i); 
           j=j+1; 
       end 
   end 
   for i=1:numind 
       m=[cec(i,:)]; 
       an=[ced(i,:)]; 
       m1=[cdc(i,:)]; 
       an1=[cdd(i,:)]; 
       %w=[cw(i,1:25)];%c
       for k=1:nfs 
           w(k,:)=wf(i,
       end 

%Ajuste de controlador difuso con algoritmo genetico 
%Realizado por: Ing. Tamara Pérez. Caracas, V1.0, 2005. 
%Controlador Neurodifuso con 5 funciones de pertenencia en las dos entradas. 

 %para medir el tiempo de simulación. 
%Rutina para inicialización aleatoriamente de la población y evaluación del fitness 
%Ordenamiento de la población en forma ascendente según su fitness. 

fitmin=input('Fitness minimo = ');  % Solicitud del límite por fitness 
min)&(epoch<=40) 

%OPERADORES GENÉTICOS 

%Preparación de la data para la simulación y evalación 
   cromo(:,1:10)=(cromo5(:,1:10)/255)*(emax-emin)+emin; 

11:20)/255)*(demax-demin)+demin; 
(cromo5(:,21:38)/255)*(smax-smin)+smin;  c

j=1; 

       if mod(i,2)==1 
           cec(:,j)=ce(:,i); 
       else 

w(i,11:15);cw(i,16:20);cw(i,21:25)] 

k,:); 
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       can=anf(i,:); 

des)))+(0.1/(1+abs(1-max(saldes))))+(0.5/(1+abs(1-saldes(length(saldes))))); 
des)))+(0.1/(1+abs(1-max(saldes))))+(0.3/(1+abs(1-

saldes(length(saldes)))))+(.2/(1+abs(1-min(saldes)))); 

h)=

in ); 

1 

:25)];%cw(i,11:15);cw(i,16:20);cw(i,21:25)] 
fs 

)=wf(k,g,:); 

aldes)) 
r(u-saldes)))+(0.1/(1+abs(1-max(saldes))))+(0.5/(1+abs(1-saldes(length(saldes))))); 

des)))+(0.1/(1+abs(1-max(saldes))))+(0.3/(1+abs(1-
saldes(length(saldes)))))+(.2/(1+abs(1-min(saldes)))); 

 
 los resultados 
),ScopeData(:,3)) 

       sim('otrared') 
   %Funciones de Adaptación 
       f(i)=10/(1+sumsqr(u-saldes)); 
       %f(i)=(0.4/(1+sumsqr(u-sal
       %f(i)=(0.4/(1+sumsqr(u-sal

   end 
   orde3 
   epoch=epoch+1 
   ecm(epoc y(numind) 
end 
k=j(num d
j=1; 
for i=1:npf
    if mod(i,2)==1 
        cec(1,j)=cromo(k,i); 
    else 
        ced(1,j)=cromo(k,i); 
        j=j+1; 
    end 
end 
j=1; 
for i=1:npf2 
    if mod(i,2)==1 
        cdc(1,j)=cromo(k,10+i); 
    else 
        cdd(1,j)=cromo(k,10+i); 
        j=j+1; 
    end 
end 
m=[cec(k,:)]; 
an=[ced(k,:)]; 
m1=[cdc(k,:)]; 
an1=[cdd(k,:)]; 
    %w=[cw(i,1
for g=1:n
   w(g,:
end 
can=anf(k,:); 
sim('otrared') 
f(k)=10/(1+sumsqr(u-s
%f(k)=(0.4/(1+sumsq
%f(i)=(0.4/(1+sumsqr(u-sal

%hold on
%Presentación de
plot(ScopeData(:,1
%%figure(2) 
%%hold on 
%%plot(ecm) 
sumsqr(u-saldes) 
T2=clock; 
etime(T2,T1) 
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C.2. icialización (inipo) 

a de Error = '); 
 Derivada de Error = '); 

ax=input('Valor máximo de Salida = '); 
alor mínimo de Salida = '); 

npf1=2*nfe1; 
2; 

); 
; 

emin*np1 demin*np2 smin*nfun;emax*np1 demax*np2 smax*nfun]; 

j=1; 

,npf1+1:numpes); 
umpes+1:length(limi)); 

 

dc(:,j)=cd(:,i); 

j+1; 

1=[cdc(i,:)]; 

5);cw(i,16:20);cw(i,21:25)] 
=1:nfs 
(k,:)=rand(1,nfe1*nfe2); 

; 
=round(8*rand(1,nfs))+1; 

:)=can; 
    sim('otrared') 
    f(i)=10/(1+sumsqr(u-saldes)) 

Rutina de In

%Población Inicial 
numind=input('Número de Individuos = '); 
emax=input('Valor máximo de Error = '); 
emin=input('Valor mínimo de Error = '); 
demax=input('Valor máximo de Derivad
demin=input('Valor mínimo de
sm
smin=input('V
nfe1=5; 
nfe2=5; 
nfs=9; 

npf2=2*nfe
nfun=ones(1,2*nfs
numpes=npf1+npf2
np1=ones(1,npf1); 
np2=ones(1,npf2); 
limi=[
cromo=crtrp(numind,limi); 

ce=cromo(:,1:npf1); 
cd=cromo(:
cs=cromo(:,n
for i=1:npf1 
    if mod(i,2)==1 
        cec(:,j)=ce(:,i); 
    else
        ced(:,j)=ce(:,i); 
        j=j+1; 
    end 
end 
j=1; 
for i=1:npf2 
    if mod(i,2)==1 
        c
    else 
        cdd(:,j)=cd(:,i); 
        j=
    end 
end 
for i=1:numind 
    m=[cec(i,:)]; 
    an=[ced(i,:)]; 
    m
    an1=[cdd(i,:)]; 
    %w=[cw(i,1:25)];%cw(i,11:1
    for k
        w
    end 
    wf(i,:,:)=w
    can
    anf(i,
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    %f(i)=(0.4/(1+sumsqr(u-saldes)))+(0.1/(1+abs(1-max(saldes))))+(0.5/(1+abs(1-
saldes(length(saldes))))); 

C.3. Ru

umind 
(i,:)=cromo(j(numind+1-i),:); 

,:)=wf(j(numind+1-i),:,:); 
j(numind+1-i),:); 

C.4. Operador de Selección (sele3) 

:,:)=wf1(:,:,:); 

cromo1(ve,:); 
:,:); 

; 

C.5. Conversión de los datos en binario (digitales3) 

es binarios 

d(((cromo2(:,1:10)-emin)*255)/(emax-emin)); 
nd(((cromo2(:,11:20)-demin)*255)/(demax-demin)); 

d(((cromo2(:,21:38)-smin)*255)/(smax-smin)); 
(:,:,:)-(-1))*255)/(2)); 

nd(((anf2(:,:))*255)/(10)); 

C.6. Operador Cruce (cruce3) 

o3(:,:); 
; 

to] 
 1;9 25 7]; 

nd((numind-1)*rand)+1; 

end 
 

tina de Ordenamiento (orde3) 

%ordenar por fitness 
 
[y,j]=sort(f); 
for i=1:n
   cromo1
   wf1(i,:
   anf1(i,:)=anf(
end 
 

%seleccion metodo torneo 
cromo2(:,:)=cromo1(:,:); 
wf2(:,
anf2(:,:)=anf1(:,:); 
for i=1:numind 
   ve=round((numind-1)*rand)+1; 
   cromo2(i,:)=
   wf2(i,:,:)=wf1(ve,
   anf2(i,:)=anf1(ve,:)
end 
 

%component
 
cromo3(:,1:10)=roun
cromo3(:,11:20)=rou
cromo3(:,21:38)=roun
wf3(:,:,:)=round(((wf2
anf3(:,:)=rou
 

cromo5(:,:)=crom
wf5(:,:,:)=wf3(:,:,:)
anf5(:,:)=anf3(:,:); 
m=0; 
j=1; 

=[1 1;38 7];%[genes puncrucelim
crucelim2=[1 1
crucelim3=[1 1;9 7]; 

d while j<=numin
   macho=j;%rou
   hembra=j+1;%macho; 
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   ptocruce=round(crtrp(1,crucelim)); 
   ma=2^ptocruce(2)-1; 
   mane=255-ma; 

 fun=ptocruce(1); 
   cromo5(j,1:fun-1)=cromo3(macho,1:fun-1); 

bra,1:fun-1); 
   cromo5(j,fun+1:38)=cromo3(hembra,fun+1:38); 

8)=cromo3(macho,fun+1:38); 
 a=bitand(cromo3(hembra,fun),mane); 

romo3(macho,fun),mane); 
o3(hembra,fun),ma); 

mo5(j+1,fun)=w1; 
   macho=j;%round((numind-1)*rand)+1; 

m2)); 

1:fun-1)=wf3(macho,ptocruce(1),1:fun-1); 
(1),1:fun-1)=wf3(hembra,ptocruce(1),1:fun-1); 

(hembra,ptocruce(1),fun+1:25); 
f3(macho,ptocruce(1),fun+1:25); 

uce(1),fun),mane); 
,ptocruce(1),fun),mane); 

ra,ptocruce(1),fun),ma); 
bitand(wf3(macho,ptocruce(1),fun),ma); 

 w1=bitor(d,a); 

)=w1; 
ind-1)*rand)+1; 

 anf5(j+1,1:fun-1)=anf3(hembra,1:fun-1); 

acho,fun+1:9); 

un),mane); 
bra,fun),ma); 

acho,fun),ma); 
bitor(d,a); 
bitor(c,b); 

  

   cromo5(j+1,1:fun-1)=cromo3(hem

   cromo5(j+1,fun+1:3
  
   b=bitand(c
   c=bitand(crom
   d=bitand(cromo3(macho,fun),ma); 
   w1=bitor(d,a); 
   w2=bitor(c,b); 

mo5(j,fun)=w2;    cro
 cro  

   hembra=j+1;%macho; 
   ptocruce=round(crtrp(1,cruceli
   ma=2^ptocruce(3)-1; 
   mane=255-ma; 
   fun=ptocruce(2); 

),   wf5(j,ptocruce(1
ce   wf5(j+1,ptocru

   wf5(j,ptocruce(1),fun+1:25)=wf3
:25)=w   wf5(j+1,ptocruce(1),fun+1

a,ptocr   a=bitand(wf3(hembr
o   b=bitand(wf3(mach

bitand(wf3(hemb   c=
  d= 

  
   w2=bitor(c,b); 
   wf5(j,ptocruce(1),fun)=w2; 
   wf5(j+1,ptocruce(1),fun
   macho=j;%round((num
   hembra=j+1;%macho; 
   ptocruce=round(crtrp(1,crucelim3)); 
   ma=2^ptocruce(2)-1; 
   mane=255-ma; 
   fun=ptocruce(1); 
 
  
  anf5(j,1:fun-1)=anf3(macho,1:fun-1); 

   anf5(j,fun+1:9)=anf3(hembra,fun+1:9); 
   anf5(j+1,fun+1:9)=anf3(m
   a=bitand(anf3(hembra,fun),mane); 
   b=bitand(anf3(macho,f
   c=bitand(anf3(hem
   d=bitand(anf3(m
   w1=
   w2=
   anf5(j,fun)=w2; 
   anf5(j+1,fun)=w1; 
   j=j+2; 
end 
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C.7. Op

round(crtrp(1,limites)); 
2); 

=bitxor(cromo5(ind,vamut),2^(bmut-1)); 

crtrp(1,limites2)); 
tantes(3); 

s(1); 

ut),2^(bmut-1)); 

),2^(bmut-1)); 

C.8. Es

erador Mutación (muta3) 

%mutacion 
bits=2176*numind;%(38+9*25+9)*8 
nbit=.08*bits;   %8 por ciento 
limites=[1 1 1;numind 38 8]; 
limites2=[1 1 1 1;numind 9 25 8]; 
limites3=[1 1 1;numind 9 8]; 
for i=1:nbit 
   %ind, var, bmut 
   cual=round(2*rand)+1; 
   switch cual 
       case 1 
           mutantes=
           vamut=mutantes(
           ind=mutantes(1); 
           bmut=mutantes(3); 
           cromo5(ind,vamut)
       case 2 
           mutantes=round(
           vamut=mu
           ind=mutante
           bmut=mutantes(4); 
           wf5(ind,mutantes(2),vamut)=bitxor(wf5(ind,mutantes(2),vam
       otherwise 
           mutantes=round(crtrp(1,limites3)); 
           vamut=mutantes(2); 
           ind=mutantes(1); 
           bmut=mutantes(3); 
           anf5(ind,vamut)=bitxor(anf5(ind,vamut
   end 
end 
 

quemas de simulación en Simulink 

 

Figura 84. nciones de Base Radial siendo m el centro de la función y an el 
ancho. 

Esquema de simulación para las fu
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