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RESUMEN

Los usuarios necesitan saber como son las caracteristicas del suelo en sitios de su interés; pero las propiedades
del suelo pueden ser determinadas sole en un nifmero pequefio de puntos de muestreo. Como consecuencia, es necesario
predecir como es el suelo en los puntos no muestreados. En este estudio se propone un sistema de prediccion de valorves
de propiedades del suelo, basado en redes neuronales de regresion generalizada. Fste tipo de red es particularmente
i#til cuando se dispone de una cantidad pequeria de datos, como ocurre comiinmente en los inventarios de suelo. El
sistema propueste calcula el ervor medio cuadrdtico, el ervor absoluto medio y el coeficiente de determinacién como
indicaderes del ervor de prediccion. También calcula la proporcicn de puntos sin prediccién. Esta informacion ayuda
al usuario a seleccionar la combinacion dptima de variables de entrada y pardmetros del sistema, de acuerdo a sus
necesidades. El sistema permitié genevar mapas de concentracion de calcio y magnesio en el suelo, a partir de un
modelo digital de elevacion, una imagen satelital y los valores medidos en un nitmero limitado de puntos de muestreo,
en un sector representativo de la cuenca del rio Caramacate (estade Aragua, Venezuela). La seleccion de las variables
de entrada a la ved y el valor del pardmetre © permitic minimizar el ervor de prediceion y el porcentaje de puntos sin
clasificar. Los resultadeos revelan que la seleccion de las variables de entrada a la ved es crucial para gavantizar el éxito
de la prediccion.

ABSTRACT

Users need to know the soil properties at sites of their interest, but soil properties can be determined only in a
stall number of sampling points. Consequently, it is necessary to predict soil conditions at not sampled points. This
study propeses a system to predict values of soil properties, based on generalized regression neural networks. This type
of network is particularly usefiul when the amount of available data is small. This is usually the case in soil inventories.
The proposed system calculates the mean square errvor, the mean absolute evvor and the determination coefficient as
indicators of the prediction ervor It also calculates the proportion of points with ne prediction. This information helps
the users to select the optimal combination of input variables and system parameters, according to their needs. The
system produced maps of soil available calcium and magnesium, from a digital elevation model, a satellite image and
the measured values at a limited number of sampling points, in the Caramacate river basin {Aragua State, Venezuela).
The selection of input variables to the network and the parameter ¢ allowed minimizing the prediction error and
the percentage of items rated, The results show that the selection of the input variables is crucial for the success of
predictions.

Keywords: Redneuronal de regresién generalizada (GRINN), relacién suelo-paisaje, variabilidad de suelos.

1. Introdueccién tal, el relieve y la edad formadora del terreno, todos ellos

denominados factores formadores del suelo [Vil06]. Jenny

El suelo es la capa superficial que cubre la corteza terres- propone la ecuacién de los factores de estado de suelos y

tre en forma de un manto continuo, con excepcién de aque- ecosistemas [Jen61], denominada asf debide a que estos fac-

llas dreas donde existen cuerpos de agua, afloramientos ro- tores por si solos no forman suele, perc su intervencién ayu-
cosos 1 otros elementos del paisaje que no son suelo [Vil06]. daa explicar el estado de las propiedades del mismo.

A finales del siglo XIX se plantea que la variacién espacial
del suelo no es totalmente aleatoria, sino que sigue patrones
relacionados con el clima, la vegetacién, el material paren- s=flcl,bymp,rt,...) ()
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Dadala ecuacién 1, podemos concluir que una caracteris-
tica del suelo s en un momento v lugar determinado, es el
resultado de una funcidn en donde interviene el clima (ef), la
biota (&), el material parental (mp), el relieve (v), la edad del
paisaje () v en casos particulares factores adicionales.

Para conocer el valor exacto de diversas propiedades qui-
micas y fisicas del suelo, se hace necesario tomar puntos de
muestreo en el drea que se desea estudiar. En estos puntos se
toman porciones de suelo a profundidades especificas para
analizarlas y determinar los valores de las propiedades del
suelo en ese sitio.

Los planificadores, agrotécnicos, inversionistas y otros
usuarios, comunmente necesitan saber ¢émo son las carac-
teristicas del suelo en lugares o dreas de su interés, para asi
tomar decisiones sobre el uso apropiado del mismo. Sin em-
bargo, por razones practicas, las propiedades del svelo pue-
den ser determinadas solo en un ndmero limitado de puntos
de muestreo. Este nimero estd determinado por factores co-
mo la morfologia v accesibilidad del terreno, el costo mone-
tario asociado a la recoleccién v andlisis de 1as muestras v el
tiempo disponible para realizar el estudio.

Ueneralmente se tienen pocos puntos de muestreo en la
zona de estudio. Como consecuencia, se hace necesario apli-
car métodos de prediccidn para determinar el valor de las
propiedades del suelo entre estos puntos v conocer ¢c6mo es
su comportamiento en toda la zona. Estos métodos de pre-
diccién hoy en dia son variados, y se fundamentan en alguno
de los siguientes modelos o hipdtesis de variacién espacial
del suelo [Vil06]:

> El suelo es un mosaico de unidades discretas: este mode-
lo considera que el suelo esta formado por un conjunto de
cuerpos naturales, representados en un mapa como unida-
des geogréficas individuales separadas entre si por limites
abruptos.

e El suelo es un continuo: este modelo supone que los pro-
cesos que generan la variabilidad del suelo tienden a origi-
nar cambios graduales a lo largo de un continuo, en lugar
de cuerpos discretos con limites abruptos.

= El suelo es un continuo con unidades discretas: este mo-
delo supone que el suelo se comporta como un continuo
dentro de distancias cortas, pero en un Ambito mas re-
gional frecuentemente se caracteriza por discontinnidades
abruptas [Hud92].

Debido a la necesidad de predecir cémo es el comporta-
miento del suelo entre los puntos de muestreo, diversos in-
vestigadores han intentado establecer o modelar relaciones
entre el suelo v el paisaje [MV04, Vil07, ZBVDY7, Cru09,
Que08]. Técnicas tales como: métodos estadisticos, redes
neuronales artificiales, arboles de decisién, entre otras, han
sido utilizadas para identificar v definir relaciones suelo-
paisaje v para determinar la factibilidad de extrapolar los
valores de los puntos de muestreo, con base en estas rela-
ciones. Bl analisis de estas relaciones también permite de-
terminar cudles factores intervienen en la variacidn de las
propiedades del suelo de manera individual [SHS05].

Por otra parte, los métodos clisicos usados para extrapolar
los datos de los puntos de muestreo, agrupan estos puntos en
clases de suelo (cuerpos naturales), ¥ representan la distribu-
cidn geografica de estas clases en forma de unidades carto-
grificas. Unade las principales desventajas de estos métodos

Valoro
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Entrenamiento alterno
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Valor
Prediccion
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Prueba |

Figura 1: Sisterma propuesto para la obtencién y creacion
de mapas de prediccion por propiedades del suelo, teniendo
como entrada un vector de caracteristicas del paisaje y un
corjunto de puntos de muestreo

consiste en que los mapas resultantes representan la variabi-
lidad del suelo en forma escalonada. Esto es, los cambios
ocurren en los limites entre unidades cartograficas, dentro
de cada unidad el suelo se considera uniforme. En adicién a
esto, las clases de suelos con poca superficie pueden ser ig-
noradas o varias clases de svelo pueden serincluidas en una
sola unidad cartogrifica [Vil06, ZHBLO1].

Por otro lado, existen métodos de interpolacién para la
prediccion de propiedades del suelo, siendo kriging uno de
las més destacados [JLT03, MMO03, DKOB97, MSW98]. Sin
embargo, kriging requiere la estimacién de un variograma,
para lo cual se requiere un niimero relativamente alto de da-
tos porque esta funcidn es sensible a valores extremos. Asi-
mismo, la aplicacién de kriging exige que la variacién de los
datos se ajuste a determinados supuestos tedricos de estacio-
naridad estadistica. De esta manera, kriging no es un método
adecuado para conjuntos de datos que tienen una variabili-
dad extrema o presentan cambios bruscos [Hu93].

Diebido a las desventajas de los métodos de estimacidn
convencionales v de interpolacidn, en investigaciones re-
cientes [MV01,Vil07, ZBVD97, ZHBL01,ZQMB10,Cru09]
se ha planteado utilizar paradigmas de inteligencia artificial,
los cuales permiten extraer conocimientos sobre la relacién
entre las caracterfsticas del paisaje, para luego correlacionar-
las con las propiedades del suelo.

En diversas investigaciones [Vil07, Cru09, SK10] se ha
evaluado el desempefio de técnicas de inteligencia artificial
para dar solucion al problema planteado, sin embargo, estas
técnicas pudieran resultar inadecuadas cuando la cantidad de
datos es escasa. Hs por esto que se debe determninar un mode-
lo que realice una buena prediccidén con un conjunto pequefio
de puntos de muestreo.

Las redes neuronales de regresidn generalizada (GRNN),
son redes neuronales probabilisticas [Spe91] que pueden
predecir resultados continuos. Por estar basadas sobre mé-
todos estadisticos colocan més énfasis en la estructura de los
datos. Como consecuencia, el nimero de datos necesario pa-
ra poder predecir resultados es mucho més pequefio que el
requerido por otros modelos de redes neuronales. Esto es una
gran ventaja al momento de resolver problemas donde no se
cuenta con una gran cantidad de datos v se trabaja solo con
algunos ejemplos [SHZNOS, BMAPOS, PNB*09, DTZ*08].

Teniendo esto en cuenta, se propone construir un sistema
de prediccidn de valores de propiedades quimicas del sue-
lo, como se muestra en la figura 1. Las variables de entrada
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consisten en valores medidos en puntos de muestreo de sus-
lo y variables del paisaje, derivadas de un modelo digital de
elevacién (MDE) v de una imagen satelital. El sistema es-
tablece una relacién entre el suelo y las caracterfsticas del
Ppaisaje a través de una red neuronal de ragrasién generaliza-
da (GRNN). Esto permite predecir valores de 1a disponibi-
lidad de calcio (Ca) y magnesio (Mg) en el suelo, en otros
puntos del drea de estudio. Asimismo, se propone utilizar la
red GRNN para generar mapas predictivos de las propieda-
des del suele mencionadas, que muestren a los usuarios la
variabilidad espacial de las mismas =n la zona de estudio.

2. Materiales y Métodos

La zona de estudio es un sector representativo de la coen-
ca del rio Caramacate, la cual se encuentra ubicada en los
municipios Santos Michelena v San Sebastian de los Reyes
del Estado Aragua, entre las coordenadas UTM ¢huso 19)
1.008.310 - 1.123.583 (norte) y 696.879 - 712.415 (este).
El clima de 1a zona varia desde Bosque Seco Tropical has-
ta Bosque Hiimedo Premontano con el aumento de la alti-
tud [MV04].

A continuacion se presentan algunas definiciones asocia-
das con el contexto del problema, las variables utilizadas y
el método ds prediccién propuesto.

2.1. Recoleccidn y anilisis de puntos de muestren

Los puntos de muestreo son puntos en donde toman nmues-
tras del perfil del suelo a una profundidad especifica, los cua-
les permiten determinar el valor exacto de diversas propis-
dades quimicas y fisicas del suelo, a través de un andlisis
postarior raalizado sobre la muestra en un laboratorio.

Parala zona de estudio, expertos del Instituto de Edafolo-
gia de la Facultad de Agronomia, de la Universidad Central
de Venezuela, se han desplazado al sitio y han realizado la
obtencién da 76 puntos de mueastreo, ubicandosa en lugares
en donde los puntos seleccionados pudiesen representar la
mayor variabilidad de los factores formadores del suelo, pre-
viamente seleccionados de un mapa resultante de una clasi-
ficacién borrosa del paisaje a través de una herramienta que
implementa un algoritmo ds inteligencia artificial, llamado
Fuzzy Kohonan Clustaring Networks (FKCN) [Vil07]. La
ubicacién ds los 76 puntos de muestreo que actualmente se
tienen sobre la zona de estudio se muestran en la figura 2.

Es importants resaltar que para cada uno de los puntos
de muestreo se tiene la ubicacién del punto en donde se to-
mé la muestra, coordenadas (x,y), y los valores reales de las
propiedades quimicas del suelo para el calcio (Ca), magne-
sio (Mg), potasio (K), sodio (Na), capacidad de intercanbio
catidnico (CIC), suma de bases, entre otros.

2.2, Definicion de variables de entrada y propiedades a
inferir
Parala investigacidn se tienen definidas diversas variables
de entrada qua nos aportan informacién acerca de cémo es
el drea de estudio. Estas variables en conjunto con los va-

lores de las propiadades quimicas tomadas de los puntos de
muestreo son las entradas a la red neuronal.

Las variables utilizadas para ¢l estudio se presentan a con-
tinuacién.

B 472504
[674.353
[ s76.201
[ 1078.050
B 1279.898

*

Figura 2: Modelo digital de Elevacion y ubicacion de Pun-
tos de Muestio, Subcuenca del rio Caramacate

Modelo Digital de Elevacidn

Un modelo digital de elevacién (MDE) es una estructu-
ra numérica de datos que representa la distribucién espacial
de la altitud de la superficie del terreno [Fel94]. Para el drea
selaccionada se utilizé un modelo MDE tipo raster el cual
consiste en una matriz dividida en celdas, en donde el valor
de la altitud para cada una ds estas celdas es ]la media o pro-
medio de los valares no nulos de la altitud en cada uno de
los puntos que conforman la misma.

En este tipo de estructura, la localizacién de cada dato
se encusntra determinada por su sitvacién en la matriz de
datos, v 1a resolucién o tamafio del modelo estd dado por la
cantidad de celdas y el tamanio del lado de cada una de las
mismas.

La figura 2 muestra el MDE de la zona de estudio, sub-
cuenca del rio Caramacate, ¢l cual es un raster (matriz) de
240 filas y 380 columnas, donde cada celda o pixel repre-
senta un cuadrado de 20mts, es decir, el drea de estudio tiene
un tamaiio de 4800 x 7600 mts,

Moaodelos derivadoes del modelo digital de elevacidn

A partir del MDE v mediante el andlisis de vecindad en-
tre las celdas del mismo, es posible inferir nueva informa-
cidn, tal como el grado de la pendiente, la orientacién del
terreno, la curvatura, la delimitacién de cuencas de drenaje,
entrs otras propisdades dal paisaje, v con ello poder cons-
truir un conjunto da modelos derivados a partir de esta infor-
macidn implicita o explicita que ofrece el modalo.

Actualmente, se cusnta con un conjunto de harramientas
y/o aplicacionas que parmiten realizar aste proceso ds obtan-
cién de modelos derivados de una manera automitica. Pa-
ra esta investigacion se utiliza ILWIS v.3.4 Open y DiGeM
v.2.0 como herramientas de manipulacién de modelos y va-
riables del terreno.

Los modelos derivados del MDE que son utilizados en
esta investigacion son los siguientes:

Gradiente de la pendiente (siope): en un punto dal terreno
se define como el dngulo existente entre sl vector normal
a la superficie en ese punto v la vertical, siendo la tasa de
canbio de 1a altitud obtenida al realizar un desplazamiento
horizontal [Vil07].

Orientacion de la pendiente {aspect): la orientacidn de la
pendiente es la direccién donde se produce el miaximo grado
de cambio en la altitud de cada celda con respecto a sus 8
vecinos.
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Perfil de curvatura (profile): es la curvatura de la superfi-
cie del terreno en la direccién de la pendiente, mide el gra-
do de cambio de la pendiente que afecta a la aceleracién o
desaceleracién del flujo del agua e influencia la erosién y de-
posicién de las particulas del suelo. Las dreas con un perfil
convexo indican mayor potencial para la erosién y dreas con
petfil céncavo indican mayor potencial para la deposicién.

Plano de curvatura (plang): la curvatura en planta, como
también es llamada, es la curvatura en la direccién perpendi-
cular a la pendiente, mide la divergencia o convergencia del
flujo del agua y por tanto de la concentracién del agua en el
paisaje. Representa la curvatura de las curvas de nivel de un
mapa topogrifico.

Area de captacion (catchment): es el drea de drenaje con-
tribuyente a un punto especifico de la cuenca.

Indice topogrdfico de humedad (ind hum): es una funcién
que permite inferir la cantidad de agua que puede llegar a
un punto dado, influenciado por el drea de captacién y la
pendiente. Se calcula por medio de la siguiente férmula ma-
temaética [ Vil07]:

(catchment)

) @

Imagen Satelital

En la imagen satelital que se tiene de la zona, se mues-
tra por cada pixel el promedio de brillo o radiacién de la
medicién electrénica del pixel al drea correspondiente de la
tierra [Vil07]. De esta imagen satelital podemos obtener las
bandas roja e infrarroja necesarias para generar el indice de
vegetacién de diferencia normalizada (NDVI) de un drea.

IRCercano — ROJO
R = IRCercano + ROJO )

El NDVI se utiliza para calcular la calidad y cantidad de
vegetacion de un punto determinado, mostrando la respuesta
de la vegetacidn al grado de variacidn del clima de una de-
terminada zona. Es el resultado de la divisién pixel a pixel
de los valores de reflectividad de dos bandas de la imagen,
rojo e infrarrojo cercano (Ecuacién 3). El resultado de esta
divisién toma valores entre —1,0 y +1,0.

Propiedades quimicas del suelo

Basados en estudios realizados por el Instituto de Edafo-
logfa de la Facultad de Agronomfia sobre la zona de estudio
de la cuenca del Rio Camaracate, en donde se investiga y
mide a través de métodos estadisticos la variabilidad de las
propiedades del suelo a diferentes escalas: 8, 45, 90, 700 y
1500 metros, se han seleccionado las propiedades quimicas
calcio (Ca) y magnesio (Mg), como propiedades a estudiar
en la prediccién de valores sobre el drea de estudio, en una
fase inicial.

En recientes investigaciones del instituto sobre la zona, se
ha podido determinar que los niveles de Ca y Mg tienden a
presentar mayor variabilidad a una escala de 700 metros lo
que nos indica que las caracterfsticas del paisaje influyen so-
bre estas propiedades en una alta escala, lo cual puede con-
llevar a mejores resultados y por lo cual las hemos escogido
como variables para ser estudiadas.

) Vo
‘/* e e
x T \
O e I -

Capade Capa Capa de
Entrada Capa de Patrones Suma Salida

Figura 3: Arquitectura Red Neuronal de Regresion
Generalizada

2.3. Redes Neuronales de Regresion Generalizada
(General Regression Neural Network, GRNN)

Las redes neuronales de regresién generalizada (GRNN)
fueron propuestas en 1991 por Specht [Spe91], son redes
neuronales probabilisticas las cuales se encuentran basadas
en la teorfa de regresién no lineal, en donde se realiza la
prediccién de una variable de salida sobre el conjunto de
datos de entrenamiento. La figura 3 muestra la arquitectura
de lared, la cual consta de cuatro capas: una capa de entrada,
una capa de patrones unitarios, una capa de suma y una capa
de salida.

Definamos X como el conjunto independiente de patrones
de entrada y la variable y como un patrén de salida el cual
es una variable dependiente de x, es ampliamente aceptado
que el mejor valor predicho para y (en sentido del minimo
error cuadritico esperado) es su esperanza condicional dado
x [BMAPOS5]. Asi que definiendo f(x,y) como la funcién
de densidad probabilistica conjunta continua de un vector
cualquiera, la esperanza de y dado un vector x viene dado
por la siguiente ecuacién [Spe91]:

2SS y)dy

DRI =" ftaydy

4

Debido a que en la practica no se conoce la funcién de
densidad probabilistica conjunta, es posible utilizar el esti-
mador de Parzen multivariado para aproximar a la funcién.
Specht [Spe91] demuestra que utilizando este estimador el
valor esperado de y puede ser computado utilizando la si-
guiente férmula:

¢

D
Y Yiexp(—555)

Dt
Yig exp(—557)

Y(X) ®)

Donde
Di=(X-X)(X-X) (6)

Estas férmulas permiten que la salida de la red ¥ (X) sea
un promedio pesado de todos los valores de salida ¥;, don-
de cada valor es influenciado por el peso exponencial de la
distancia euclidiana del patrén de prediccion X al patrén de
entrenamiento X;. Si la distancia entre un patrén de entre-

) s D}
namiento y el patrén de prediccidn es pequefia, exp(— 20’2)
serd un nimero grande y el punto de evaluacién ¥; para es-
te patrén representa mucho mejor el punto ¥ (X). Si por el

contrario la distancia entre un patrén de entrenamiento y el
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patrén de prediccién es grande, exp(— 202) serd un nimero

pequefio y su contribucién a la prediccién sera muy poca.
Para esta red existe solo un pardmetro de configuracién el
cual se denomina smoothing parameter o pardmetro de sua-
vidad &, el cual delimita que tan cerrada puede ser la influen-
cia de un patrén de entrenamiento al pairén de prediceidn.
Cuando & es un nimerc muy pequeiio, tiende a cero, so-
lo los valores ¥; muy cercanos al punto de prediccién son
tomados en cuenta, cuando G es un nimero muy grande el
resultado tiende a ser el promedio de todas las observaciones
Y;, para valores intermedios de & solo son tomados en cuenta
los ¥; cuyo vector de entrenamiento se encuentre cercanos al
vector de prediccidn, este es el ¢ que se debe encontrar.

2.4. Indicadores de desempeiio del modelo

El error medio cuadritico (Root Mean Squared Error,
RMSE), el error absoluto medio (Mean Absolute Error,
MAE) y el coeficiente de determinacién (RZ), entre la sa-
lida del modelo y la medida de los datos de entrenamiento
y pruebas, son indicadores comunes para establecer e indi-
car una estimacién de la exactitud de los modelos estimados.
Estos indicadores son estimados y presentados en las ecua-
ciones 7, 8 y 9 respectivamente.

_ 1¢ . T2
RMSE—«/;;[AE T;) (7

1 13
MAE =~} |4; 1| (®)
i=1

2 _ Z?:l [Ai — ﬂz

R _
G —T)?

9

Donde
n = niimero de observaciones.
T; = valor observado.
A; = valor predicho.

T = valor promedio de la variable sobre n observaciones.

Cuando el RMSE y el MAE son minimos y R >= 0,80,
se puede decir que un modelo es bueno [Kas98].

La validacién de los datos se hard a través de una valida-
cién cruzada de tres particiones, en donde dos de ellas seran
utilizadas como conjunto de entrenamiento y una como con-
junto de prueba.

Se utilizé Java 1.5 para el desarrollo de la aplicacién.

3. Experimentos y Resultados

Debido a que el valor de la salida de la red y el valor espe-
rado son valores reales, un primer punto a tener en cuenta es
establecer un valor de diferencia € que indique la diferencia
mdaxima permitida entre la salida de la red v el valor espera-
do. Esto permite contar y establecer el niimero de aciertos o
fallas obtenidas por la red para el método de validacion cru-
zada. Definiendo esta constante se tiene la siguiente regla de
clasificacién:

16
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Figura 4: Variacion de indicadores RMSE, MAE y R enla
prediccion del calcio, con vector de caracteristicas: aspect,
catchment y ndvi

-+-RMSE = MAE R2

Figura 5: Variacidn de indicadores RMSE, MAE y R en
la prediccion del magnesio, con vector de caracteristicas:
aspect, catchment, slope, indHum y profile

|prediccion — valorreal| > € — ervor (10

Un parametro importante, el cual debemos ajustar y que
influye notablemente en la obtencién de la solucidn es el pa-
rametro . Para esta primera fase de la mvestigacién el valor
de & es establecido de manera manual, inicializando la varia-
ble para cada una de las pruebas en 0,0001 e incrementando
su valor en un factor de 0,0005 para cada iteracién. Para las
pruebas realizadas con valores de ¢ mayores a 0,02 el error
de prediccidén obtenido es muy alto, por lo cual se decidié
realizar las pruebas con valores de & entre {0,0001 v 0,02.

El objetivo principal de variar el valor de &, con intervalos
cortos entre valores consecutivos, es obtener el comporta-
miento de la solucién generada por el sistema para diversos
valores de este pardmetro. De esta manera se podrd determi-
nar el valor de ¢ que genera el mejor resultado.
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Para cada una de las pruebas realizadas, se calculan los
errores obtenidos en el proceso de validacién cruzada, el va-
lor de los indicadores RMSE, MAE y R, v la cantidad de

o, 2 400
tote. . | [JI]6.850
o [ ]300

s 5750

puntos que la red no logra predecir sobre la zona de estudio.
Estas pruebas se realizan, a su vez, variando el vector de ca-
racteristicas de entrada a la red, entre las variables aspect,
catchment, slope, profile, indHum, ndvi, definidas anterior-
mente.

Las diversas pruebas realizadas para predecir los valores
de la disponibilidad de calcio v magnesio en el suvelo, va-
riando el valor del pardmetro o, revelan que el error de pre-
diccidén es muy bajo cnando o es pequefio y crece a medida
que ¢ anmenta. En efecte, las figuras 4 y 5 muestran que los
indicadores RMSE v MAE alcanzan sus valores minimos en
valores de © pequefios y se alejan de ellos a medida que el
valor de ¢ va anmentando.

Las figuras 4 y 5 también muestran la variacién del indi-
cador R® para la prediccién del calcio y magnesio, respecti-
vamente, en donde para valores de ¢ cercanos a 0.02 el indi-
cador R? es menor o se hace cercano a 0.80, 1o cual nos hace
concluir que estas soluciones no son una buena prediccidn.

Analizando lo anterior, se podrfa pensar que el valor
deseable de o es aguel que simplemente genera el menor
error. Sin embargo, otro factor importante que se debe me-
dir y considerar en la solucién encontrada, es la cantidad de
puntos sin clasificar en el mapa resultante,

Los mapas predictivos generados por el sistemna para las
variables calcio y magnesio, con valores diferentes del para-
metro ¢, muestran que para valores muy pequefios de & se
generan muchos puntos del mapa sin un valor de prediccién.
Esto se debe a que la red se encuentra muy ajustada a los
puntos y a las variables de entrada, por consiguiente predi-
ce solo los puntos cuyos vectores de caracteristicas son muy
similares a alglin vector de caracteristicas del conjunto de
entrenarmiento. Si el valor de ¢ es muy grande, la red tiende
a predecir todos los puntos pero de una manera muy gene-
ral, debido a que el valor de salida tiende a ser el promedio
de todas las observaciones. Es por ello que se debe realizar
un andlisis comparativo de los resultados, para determinar
el valor del pardmetro ¢ que genera un porcentaje de error
aceptable y un porcentaje pequefio de puntos sin clasificar.

3,1. Prediccién del Calcio

Para la prediccidén de los valores de calcio disponible en
el suelo, se ejecutaron diversas pruebas, en donde para cada
una de ellas se realizé una variacién en el vector de carac-
teristicas de entrada a la red, estimando en cada prueba los
errores generados v la cantidad de puntos en el mapa sin cla-
sificar. La tabla 1 nos muestra los dos mejores valores del
pardmetro ¢ para diferentes combinaciones del vector de va-
riables de entrada.

La figura 4 muestra una gréifica comparativa de la varia-
cién de los indicadores RMSE, MAE y R2, cuando el vector
de caracterfsticas de entrada parala prediccidn del calcio dis-
ponible en el suelo estd conformado por las variables aspect,
catchment y ndvi. El mejor valor obtenido para el pardmetro
o parece ser 0.0046, debido a que los indicadores RMSE y
MAE son minimos, R2 es mayor que 0,80y el porcentaje de
valores no clasificados en el mapa es menor que 5%.

Figura 6: Mapa predictive generade por el sistema para la
propiedad del calcie, o =0,0046 y vector de caracteristicas:
aspect, catchment, ndvi

Carac o NoClsf | RMSE | MAE | R?
a.c 0.0016 | 3.55% | 0330 | 0.127 | 0.971
ac 0.0036 | 912% | 0573 | 0.235 | 0.960
acn | 0.0046 | 4.87% | 0066 | 0.018 | 0.999
acn | 0.0056 | 3.38% | 0.208 | 0.090 | 0.994
acs, | 00071 | 997% | 0132 | 0.039 | 0.998
p.ih,n

acs, | 00136 | 0.10% | 0104 | 0.037 | 0.999
p.ih,n

Tabla 1: Error premedio para los mejores valores de ©, en
la prediccidn del calcio, utilizando las variables aspect (a),
catchment (c), slope (s), profile (p), indHum (ih), ndvi (n)

Enlatablal se puede observar que la mejor solucién obte-
nida se encuentra con el vector conformado por las variables
aspect, catchment y ndvi, con ¢ = 0,0046. Esta solucién tie-
ne el mejor error encontrado (valores minimos de los indica-
dores RMSE y MAE y valor miximo de R2). Sin embargo,
el porcentaje de puntos sin clasificar no es el minimo, aunque
es menor al 10%. La figura 6 muestra el mapa de disponi-
bilidad de calcio en el suelo, generado con esta solucién. Se
puede observar que gran parte de los puntos no clasificados
por lared, se encuentran ubicados sobre una zona montafio-
sa mds alta del drea de estudio, donde no se tienen puntos de
muestreo.

Como una solucién alternativa, el usnario podria prefe-
rir aquella correspondiente a las variables aspect, catchment,
slope, profile, indHum, ndvi como vector de caracteristicas
de entrada, con ¢ = (0,0136. Con esta solucién los valores
de los indicadores del error de prediccién RMSE y MAE
son mayores, pero el porcentaje de puntos no clasificados es
muy pequefio (0.1%).

3.2, Prediccidén del Magnesio

Para la propiedad del magnesio se realizaron varios en-
sayos, que al igual que para la prediccién de la propiedad
del calcio, consistian en realizar pruebas con varias combi-
naciones del vector de caracteristicas de entrada vy analizar
los resultados obtenidos para cada una de ellas, eligiendo asf
la mejor solucién.

La tabla 2 muestra un resumen de los resultados obteni-
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Carac ] No Clsf | RMSE | MAE B
a,c 0.0006 | 21.59% | 0.261 0.073 | 0989
a,.c 0.0021 | 1.92% 0.180 | 0.070 | 0.992
a,cn 0.0001 | 99.60% | 0.139 | 0.038 | 0996
a,cn 0.0031 | 9.65% 0254 | 0102 | 0.993
a,c,s, | 0.0016 | 93.67% | 0.047 | 0.013 | 0.999
p.ih

a,c,s, | 0.0046 | 2222% | 0.050 | 0.021 | 0.999
p.ih

a,c,s, | 0.0031 | 82.33% | 0.094 | 0.028 | 0.999
p.ih.n

a,cs, | 0.0176 | 0.02% 0.072 | 0.028 | 0.994
p.ih.n

Tabla 2: Error promedio para los mejores valores del pard-
meiro o, en la prediccion del magnesio, utlizando las varia-
bles aspect (a), catchment (c), slope (3), profile (p), indHum
(ih), ndvi (n)

dos al variar el vector de caracteristicas de entrada para la
prediccién de la propiedad del magnesio.

En este caso, el vector que genera el menor porcenta-
je de error es aquel conformado por las variables aspect,
catchment, slope, profile e indHum, con ¢ = Q,0046. Sin
embargo, el porcentaje de puntos en los cuales no se gene-
ra un valor de prediccidn es alto (>20%). Esto da lugar a
una gran cantidad de espacios en blanco, en el mapa de pre-
diccién de valores de esta propiedad del suelo generado con
base en el modelo antes mencionado (figura 7).

No obstante, al agregar al vector de caracteristicas la pro-
piedad ndvi, con un valor de ¢ = 0,0176, el porcentaje de
puntos sin prediccién disminuye dristicamente a 0,02 %.
Como consecuencia, el mapa de prediccién de esta propie-
dad del suelo exhibe una cobertura total del drea de estudio
{(figura 8). En adicién a esto, el error de prediccién obtenido
con este modelo es bajo, en comparacién con las otras com-
binaciones de ¢ v de variables de entrada mostradas en la
tabla 2.

Estos resnltados demuestran que la variable ndvi (indica-
dora de la densidad y vigor de la cobertura vegetal del te-
rreneo) brinda informacién valiosa para predecir la distribu-
cién espacial de la concentracién del magnesio en el suelo,
dentro de la zona estudiada. Sin embargo, se debe depurar el
vector de caracteristicas de entrada, para eliminar variables
que quizds introduzean ruido a la solucién e incrementen el
porcentaje de error, cnando se incluye la variable ndvi.

Los resultados obtenidos aportan informacién nueva so-
bre la relacién entre propiedades del paisaje y del suelo. Este
tipo de informacidn es de gran utilidad para entender los pro-
cesos que determinan la variacién espacial de este recurso
natural y para predecir los valores de propiedades especifi-
cas del suelo, en sitios no muestreados. En adicién a esto, los
expertos pueden utilizar los mapas que muestran los sitios
donde el sistema no generd valores de prediccién (figuras 6
y 7 por ejemplo), como base para planificar nuevas campa-
fias de muestreo.

Figura 7: Mapa predictivo generado por el sistema para la
propiedad del magnesio, o = 0,0046 yvector de caracteris-
ticas: aspect, catchment, slope, profile, indHum

Figura 8: Mapa predictive generada por el sistema para la
propiedad del magnesie, ¢ = 0,0176 yvector de caracteris-
ticas: aspect, catchment, slape, profile, indHum, ndvi

4. Conclusiones

Este estudio muestra resultados iniciales enmarcados en
la bisqueda de ofrecer una herramienta de apoyo a exper-
tos y usuarios, que permita establecer relaciones entre las
propiedades del suelo vy el paisaje, de una forma sencilla y
antomdtica, reduciendo asf los costos y tiempos de investi-
gacion.

El sistema propuesto, se basa en redes neuronales de re-
gresion generalizada. Este tipo de red neuronal es particu-
larmente 6itil cuande se dispone de una cantidad pequefia de
datos, como ocurre comtnmente en los inventarios del re-
curso suelo,

El sistema permitié generar mapas de concentracién de
calcio y magnesio en el suelo, en la zona de estudio, a partir
de un MDE, una imagen satelital ¥ los valores medidos en
un nimero limitado de puntos de muestreo. Adicionalmente,
el sisterna calcnla el error de prediccidén, medido por medio
de indicadores bien definidos, y la proporcién de puntos sin
prediccién. Esta informacién ayuda al usvario a seleccionar
la combinacién de variables de entrada y pardmetros del sis-
tema que mejor se ajuste a sus necesidades.

Este proceso de generacién de mapas de propiedades qui-
micas del suelo es rdpido y simple. Reduce el nimere de
horas hombres necesarias para la generacién de mapas de
propiedades del suelo. Los mapas generados por el sistemna,
para la prediccién de las propiedades quimicas estudiadas,
son mapas que reflejan la continuidad del suelo v pueden
brindar mucha mds informacién a los usuarios para tomar
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sus decisiones en cuanto al mejor uso y aprovechamiento
del mismo.

El sistema no sustituye la competencia del experto para la
elaboracién de los mapas. En efecto, la experiencia y habi-
lidad del este dltimo es de suma importancia, para escoger
las variables de entrada que recibe la red. Al mismo tiempo,
el sistema le permite al experto descubrir nueva informacién
sobre las relaciones entre variables del paisaje v propiedades
especificas del suelo.

Para préximos trabajos, enmarcados en este tema, se tie-
ne previsto establecer un mecanismo de obtencién del va-
lor del pardmetro ¢ de manera automdtica, para obtener un
resultado mucho mds exacto sin necesidad de realizar multi-
ples ensayos v analizar los resultados de manera manual. As{
mismo, se quiere llevar este andlisis v pruebas sobre otras
propiedades quimicas del suelo.
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